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Kurzfassung

Diese Arbeit beschiftigt sich mit dem Problem der Regelevaluation innerhalb des SeCo-Frameworks, welches eine Im-
plementierung eines Separate and Conquer-Ansatzes ist. Das neue Verfahren nutzt eine erweiterte Form eines FP-Tree,
welcher innerhalb des SD-Map - Algorithmus eingefiihrt wurde. Zur Verwendung innerhalb des Frameworks wird die
Baumstruktur soweit verfeinert, dass fiir alle moglichen Klassenwerte die Werte eines Attributes direkt abgelesen werden
konnen. Zudem komprimiert die Baumstruktur den Datensatz und soll so ein redundantes Traversieren vermeiden. Der
entwickelte Baum wird soweit verdndert, dass dieser nur ein einziges Mal erstellt werden muss. Des Weiteren wird eine
Anpassung des Baumes konzipiert, die nicht nur effizient ist, sondern die einmalige Generierung des Baumes erst ermog-
licht. Das zur Evaluation des Baumes entwickelte Verfahren, passt sich der Vorgehensweise des SeCo-Framework an und
kann so mit verschiedenen Heuristiken und Vorgehensweisen umgehen. AbschlieRend wird aufgezeigt, dass ohne eine
Threshold der Ansatz des Baumes nur fiir grol3e Datensétze einen Vorteil bringen konnte. Eine Effizienzsteigerung konnte
hingegen auch ohne eine Threshold besonders bei sehr vielen kurzen Regeln beobachtet werden.




1 Einleitung

Im Bereich der kiinstlichen Intelligenz gibt es verschiedene Ansétze diese zu erreichen. Ein in den letzten Jahrzehnten
immer populédrerer Ansatz ist im Bereich des Maschinellen Lernens zu finden. In diesem wird versucht den Computer
dazu zu bringen eine Problemstellung selber zu 16sen oder fiir den Menschen noch unbekannte Strukturen finden zu las-
sen. Der Ansatz geht davon aus, dass die Maschine Daten bekommt mit denen eine Theorie / Konzept entwickelt werden
kann. Allgemein kann der Prozess des Lernens als eine Entwicklung verschiedener Kandidatenhypothesen auf Basis von
Beispieldaten angesehen werden. Die dabei erzeugten Hypothesen werden ausgewertet und miteinander verglichen. Die
entwickelte Theorie kann dabei eine Regressionsgerade wie in der Statistik sein, die fiir alle Eingaben einen entsprechen-
den Punkt auf der Geraden als Vorhersage tétigt oder eine Menge von Regeln, welche die Datenmenge beschreibt und so
auch fiir unbekannte Fille Vorhersagen erméglicht.

Im Bereich des Regellernens miissen zur Erstellung einer Regelmenge viele Kandidatenregeln ausgewertet werden. Der
naive Ansatz innerhalb des genutzten Frameworks geht fiir jede Regel durch die Trainingsdaten und zahlt fiir jede Klasse
wie viele der Beispiele abgedeckt werden. In dieser Arbeit wird eine Baumstruktur vorgestellt, die diesen Vorgang be-
schleunigen soll. Die Baumstruktur bedient sich dabei dem FP-Tree zu finden im Algorithmus FP-Growth [11] sowie dessen
Erweiterung in SD-Map [5]. Der Baum wird auf das genutzte Framework SeCo angepasst sowie an die Problemstellung
optimiert. Zudem wird ein Konzept entwickelt den erweiterten Baum zu bearbeiten und anhand dessen eine Regel zu
evaluieren.

1.1 Motivation

Die Evaluation einer Regel soll durch die Nutzung einer erweiterten Form des FP-Tree beschleunigt werden. Die dabei
entwickelte Baumstruktur soll zudem innerhalb des SeCo-Frameworks nutzbar sein.

1.2 Ziel der Arbeit

Ziel dieser Arbeit ist die Entwicklung einer Baumstruktur, auf Basis des erweiterten FP-Tree in SD-Map, welche innerhalb
des SeCo-Frameworks zur Regelevaluation genutzt werden kann. Die Struktur soll anschlieRend auf Geschwindigkeit
und somit Effizienz mit der bereits vorhandenen Variante der Regelevaluation verglichen werden. Dabei soll festge-
stellt werden inwieweit eine Verbesserung der Zeit erreicht werden kann und welche Dateneigenschaften sich auf die
Geschwindigkeit auswirken bzw. diese beeinflussen.

1.3 Aufbau der Arbeit

Die Arbeit fithrt zunéchst alle grundlegenden Bereiche und Ansitze ein. Zu Beginn wird der Bereich des Maschinellen
Lernens vorgestellt, wie sich dieser entwickelt hat und welche Ansédtze sowie Anwendungen genutzt werden. Anschlie-
Bend wird der Separate and Conquer-Ansatz von [7] vorgestellt. Es wird erldutert wie dieser mit der vorliegenden Arbeit
zusammenhéngt und was angepasst werden muss damit dieser einen Baum zur Regelevaluation nutzt. AbschlieRend
wird in der theoretischen Einleitung die Assoziationsanalyse vorgestellt. Diese wird formal definiert sowie durch den
Algorithmus FP-Growth [11] verdeutlicht. Die Veranschaulichung anhand von FP-Growth dient dabei gleichzeitig dem
Verstédndnis wie der nachfolgend entwickelte Algorithmus funktioniert und welche Problemstellungen weiter betrachtet
werden miissen.

Darauffolgend wird die genutzte Struktur innerhalb der Implementation schrittweise vorgestellt und gezeigt wie diese
an die Problemstellung angepasst wurde. Es wird ein Konzept entwickelt und anhand eines Beispieles vorgestellt eine
Regel mit Hilfe des Baumes zu evaluieren. Das dabei gezeigte Verfahren wird abschlieRend auf der optimierten Version
des Baumes in Algorithmus 6 formal festgehalten.

AbschlieSend wird die Evaluation anhand des Baumes mit dem im SeCo genutzten Ansatz zur Regelevaluation verglichen.
Es wird geschaut ob ein Geschwindigkeitsvorteil erreicht werden kann und ob anhand der Daten ersichtlich wird wie die
Eigenschaften des jeweiligen Datensatzes die Evaluation beeinflussen.




2 Grundlagen

In diesem Kapitel werden grundlegende Begriffe und Bereiche erldutert. Zunéchst wird der Bereich des “Maschinellen
Lernens“ eingefiihrt. Es wird kurz gezeigt wie dieser entstanden ist, in welche Bereiche “Maschinelles Lernen“ aufgeteilt
wird und wie es konkret angewendet werden kann. Anschliefend wird der Separate and Conquer-Ansatz vorgestellt. Es
wird aufgezeigt wie dieser in den Grundziigen funktioniert und welche Verbindung zur Arbeit besteht. Darauf aufbauend
wird dies abschlieend in der Assoziationsanalyse vertieft, welches eine Methode darstellt Relationen in einer Datenbank
zu finden und anhand von Regeln darzustellen.

2.1 Maschinelles Lernen

Bei ,Machinelles Lernen“ handelt es sich um ein Forschungsgebiet, welches Computern die Fahigkeit geben soll eine Auf-
gabe zu erledigen ohne explizit dafiir programmiert worden zu sein. Computer sollen also die notwendigen Fahigkeiten
erlernen eine Aufgabe zu bewdltigen [20]. Dabei reichen die Aufgaben von automatischer Spam-Mail-Erkennung bis hin
zum autonomen Fahrzeug, welches selbststindig durch den Strafenverkehr mandévriert. Dabei lernt der Computer auf
Basis einer Datenmenge, welche bestehende Beispiele beinhaltet, zukiinftige Félle vorherzusagen oder Muster zu erken-
nen. Verschiedene Methoden wie Support Vector Machines oder Neuronale Netzwerke sind daraus u. a. entstanden und
haben verschiedene Gebiete erweitert sowie in der Entwicklung vorangebracht.

2.1.1 Geschichte

Maschinelles Lernen ist aus dem Gebiet der kiinstlichen Intelligenz entstanden. Dabei ging es vor allem darum Computern
anhand von Daten die Fahigkeiten erlernen zu lassen eine Aufgabe erfolgreich zu bewéltigen, anstatt die Vorgehensweise
des Computers, bezogen auf die Problemstellung, explizit zu programmieren bzw. vorzugeben. Die daraus entstanden
Modelle und Vorgehensweisen, entstammen dabei auch aus anderen Gebieten wie der Statistik, Psychologie oder Biolo-
gie und haben diese Gebiete ebenfalls erweitert und in der Entwicklung vorangebracht [4, 13, 10, 21]. Bekannte Modelle
sind dabei u. a. Neuronale Netzwerke, die auf dem biologischen Vorbild des Gehirns basieren oder auch Support Vector
Machines, die bei einer Klassifizierung oder der Regression genutzt werden kénnen. Neuronale Netzwerke wurden dabei
bis Ende der 1990er Jahre vernachléssigt und erst durch die gesteigerte Leistung von Computern und der Entwicklung
von Backpropagation immer stérker eingebunden und genutzt. In den 1990er Jahren entwickelte sich der Bereich des Ma-
schinellen Lernens zu einem komplett eigenen Forschungsgebiet und begann durch die Verschiebung zur Statistik sowie
der Wahrscheinlichkeitstheorie aufzublithen. Ein weiterer Faktor, der die Entwicklung beschleunigte, war die Verbreitung
des Internets und die daraus hervorgegangenen Datenmengen, die sowohl genutzt als auch zunéchst verarbeitet werden
mussten [12].

2.1.2 Definition

Eine formale Definition nach [16] lautet:

,»A computer program is said to learn from experience E with respect to some class of tasks T and performance measure P,
if its performance at tasks in T, as measured by B improves with experience E.“

Auf die oben genannten Beispiele eines autonomen Fahrzeuges oder der Spam-Mail-Erkennung angewendet, kann eine
mogliche Einteilung wie folgt aussehen.

Spam-Mail-Erkennung:

* Task T: Klassifizierung von Mail in Spam- und
nicht Spam-Mail.

* Performance Measure P: Prozentzahl richtig
klassifizierter Mail.

* Training Experience E: Eine Datenmenge mit
bereits klassifizierten E-Mails.

Autonomes Fahrzeug:

* Task T: Fahren auf der Straf3e durch Nutzung
von Sensoren.

* Performance Measure P: Messung bewdéltigter
Distanzen ohne einen Fehler.

* Training Experience E: Sensoraufzeichnungen
eines menschlichen Fahrers.




Diese Beispiele haben unterschiedliche Eigenschaften und konnen je nach Beschaffenheit der Daten verschieden erlernt
werden. Daher wird Maschinelles Lernen in drei Gebiete eingeteilt.

e Uberwachtes Lernen (Supervised Learning)

Es werden Daten genutzt, welche zu gegebenen Eingaben die gewiinschten Ausgaben vorgegeben. Das Ziel
ist eine Funktion zu erlernen, bei der die Eingaben auf die Ausgaben abgebildet werden.

* Uniiberwachtes Lernen (Unsupervised Learning)

Die genutzten Daten geben zu entsprechenden Eingaben keine gewiinschten Ausgaben vor. Das Ziel ist dabei
(verdeckte) Strukturen oder Eigenschaften zu finden.

* Bestdrkendes Lernen (Reinforcement Learning)

Der Lernalgorithmus “interagiert” in diesem Fall mit der Umgebung. Dabei werden indirekt Ziige belohnt,
die das Programm dem Ziel ndher bringen. Vorstellen kann man sich dies wie bei dem Menschen, der eine
bestimmte Tatigkeit erlernt.

Neben den genannten drei Gebieten gibt es noch Zwischengebiete wie das Teiliiberwachte Lernen (Semi-Supervised
Learning) oder das Gebiet des Aktiven Lernens (Achtive Learning). Nach dieser Einteilung konnte das Problem der Spam-
Mail-Erkennung, je nach Datenaufbau und gewiinschtem Ergebnis, sowohl zum Uberwachten als auch Uniiberwachten
Lernen gehoren. Daher kann ebenfalls basierend auf dem gewiinschtem Output eingeteilt werden. Die Bekanntesten sind
dabei folgende:

* Klassifikation: Die Eingaben sind in zwei oder mehr Klassen eingeteilt. Der Lernalgorithmus lernt dabei Eingaben
auf die Klassen abzubilden und so bei neuen Eingaben die Klasse vorherzusagen.

* Regression: In Gegensatz zur Klassifikation sind die Ausgaben bei der Regression kontinuierlich. So kénnen zu
Eingaben beliebig viele Ausgaben vorhergesagt werden. Ein Beispiel dafiir wire die Preisbestimmung eines Hauses
anhand gegebener Eigenschaften.

* Clusteranalyse: Es sollen Gruppen bzw. Cluster bestimmt werden. Diese sind dabei anders als bei der Klassifikation
vorher nicht bekannt. Es sollen also verborgene bzw. unbekannte Strukturen entdeckt werden.

Auf das zuvor genannte Lernproblem der Spam-Mail-Erkennung angewendet, wiirde dies einem Klassifikationsproblem
entsprechen. Die Mails sollen auf zwei Klassen abgebildet werden. Es wird nur zwischen Spam und Nicht-Spam unter-
schieden.

a; a, as a,
0 1 1 +
0 0 1 +
0 1 1 —
0 1 0
0 0 1 +
1 0 0
0 1 0 —
0 1 1 +
0 0 1 +
1 0 1 +

Tabelle 2.1.: Aufbau einer Datenmenge

In dieser Arbeit ist die Training Experience e eine Datenmenge bereits existierender Beispiele. Diese kann eine unterschied-
liche Anzahl an Beispielen, auch Instanzen genannt, beinhalten. Eine Instanz besteht aus n € N Attributen, wobei ein
Attribut a; eine Eigenschaft des vorliegenden Problems ist. In der Instanz ist dem jeweiligen Attribut ein Wert zugeordnet.
In Tabelle 2.1 ist eine Datenmenge mit zehn Instanzen und vier Attributen a; dargestellt. Die Zeilen der Tabelle stehen fiir
die Instanzen und die Reihen fiir Attribute. Fiir die erste Instanz ist dem Attribut a; = 0 zugeordnet. Das letzte Attribut
(in diesem Fall a,) ist im Normalfall das sogenannte Klassenattribut, welches der Computer erlernt vorherzusagen. Es ist
zu beachten, dass jedes Attribut a; das Klassenattribut sein kann aber in den verwendeten Beispielen und in den meisten
Féllen dies das letzte Attribut ist. Nachdem die Vorhersage erlernt wurde, kann diese auf unterschiedliche Art und Weise
ausgedriickt werden. Bekannte Anséitze sind dabei Regelmengen, Neuronale Netzwerke oder ein Entscheidungsbaum.




2.1.3 Ansatze

Bekannte Ansétze sind kiinstliche Neuronale Netzwerke, Entscheidungsbédume, Support Vector Machines oder die Asso-
ziationsanalyse. Bei Entscheidungsbdumen wird ein Baum erstellt, bei dem Blétter fiir die Klassen stehen, Knoten fiir
die Attribute und die Kanten fiir die jeweilige Entscheidung welcher Wert fiir das Attribut gilt. In Abbildung 2.1 ist ein
moglicher Entscheidungsbaum fiir den Datensatz aus Tabelle 2.1 gegeben. Im Baum kann ablesen werden, dass bei a,
die Entscheidung zwischen 0 und 1 moglich ist. Es ist zu beachten, dass bei anderen Datenmengen auch Wertebereiche
bei den Kanten stehen kénnen. Wenn fiir a; = 0 gilt, wird daraus folgend geschaut, ob fiir das Attribut a, =0 oder a, =1
gilt. Ist a, = 0, wird fiir das Klassenattribut direkt a, = 1 vorhergesagt. Ist dies nicht der Fall, wird der Vorgang mit dem
restlichen Baum wiederholt, bis ein Blatt erreicht wird. Der Entscheidungsbaum kann dabei sowohl fiir Klassifikationen
als auch fiir Regression genutzt werden. Bei Regression miissen die Blatter entsprechend alle moglichen Wertebereiche
abdecken. Ein anderer Ansatz sind Support Vector Machines. Diese versuchen bei einer Klassifikation die Distanz der
Trennlinie zwischen den Klassen zu maximieren. Ein mogliches Beispiel sieht man in Abbildung 2.2. In dieser Abbildung
sieht man die zwei Klassen 0 und 1. Das Klassenattribut ist in diesem Fall durch y gegeben und die Kreise markieren die
nichstmoglichen Datenpunkte zwischen den Klassen. Durch die Maximierung des Abstand wird versucht eine moglichst
genaue Vorhersage zu treffen und die Klassen so optimal wie moéglich von einander zu trennen.

Abbildung 2.1.: Méglicher Entscheidungsbaum fiir den Datensatz aus Tabelle 2.1

y=1
y=0
=-1
Y y=1
[ ] [ ]
margin

Abbildung 2.2.: Visualisierung einer Decision Boundry (rot) durch eine Support Vector Machine [6]

Ein weiterer Ansatz ist die Assoziationsanalyse. Bei dieser werden Zusammenhange durch Regeln dargestellt. Dabei wird
versucht moglichst gute Regeln zu erstellen. Das Ergebnis ist eine Regelmenge, die sowohl fiir Regression als auch in
einer Klassifikation genutzt werden kann. Allgemein gilt, dass die entstandenen Regeln sowohl beim iiberwachten als
auch uniiberwachten Lernen genutzt werden kdnnen. In Kapitel 2.3 wird die Assoziationsanalyse néher erlautert.




2.1.4 Anwendungsgebiete

Fiir Maschinelles Lernen gibt es unzidhlige Anwendungsgebiete. Bekannte Beispiele sind Anwendungen in der Bioinfor-
matik, bei der Vorhersagen zu Proteinen getroffen werden kénnen oder Anwendungen in der Medizin. In der Medizin
konnte versucht werden automatisiert festzustellen, inwieweit ein Tumor, anhand von Grofe, Farbe, Gewicht, Struktur
oder anderer Eigenschaften, gutartig oder bosartig ist. Weitere bekannte Anwendungsgebiete sind die Gesichts- oder
Schrifterkennung. In diesem Fall werden besonders Neuronale Netzwerke eingesetzt, da sie in der Vergangenheit gute
Ergebnisse geliefert haben.

Inzwischen existieren unzihlige Open-Source Software als auch kommerzielle Software. Einige bekannte Software-Suites
sind dabei:

* MATLAB

* GNU Octave

* R

* Weka

* RapidMiner

* Google Prediction API

In dieser Arbeit wird SeCo genutzt. Dies ist eine Software Suite der Knowledge Engineering Group der TU Darmstadt. Diese
baut auf Weka auf und nutzt daher die von Weka vorgegebenen Strukturen und Dateneigenschaften.

2.2 Der Separate and Conquer - Ansatz

Nachfolgend wird der Separate and Conquer - Ansatz eingefiihrt, sowie Abhingigkeiten zur Arbeit aufgezeigt. Fiir eine
vollstandige Einfithrung wird auf “Separate-and-Conquer Rule Learning® [7] verwiesen. Beim Separate and Conquer -
Ansatz, auch als Covering bekannt, handelt es sich um eine Familie von Algorithmen, die im Allgemeinen nach zwei
Schritten vorgehen. Im ersten Schritt (Separate-Schritt) wird zunéchst eine Regel gesucht, die einen Teil der Datenmenge
erklart. Dieser Teil wird dann von der restlichen Datenmenge “separiert“/ abgetrennt. Dies wird anschlief3end im zweiten
Schritt (Conquer-Schritt) solange auf der restlichen Datenmenge wiederholt, bis keine Beispiele iibrig bleiben. Dies sorgt
dafiir, dass jede Instanz mindestens von einer Regel abgedeckt wird.

Zum einfacheren Verstandnis wird zunéchst die Problemstellung in Abbildung 2.3 nach [7] vorgestellt. Wie bereits beim
Maschinellen Lernen eingefiihrt, sind fiir die hier genutzten Ansétze eine Datenmenge mit positiven und negativen Bei-
spielen notwendig. Die Beispiele bestehen aus mehreren Attributen (den Eigenschaften eines Beispieles). Ein vorgege-
benes Zielkonzept besagt was vorhergesagt bzw. beschrieben werden soll. Das optionale Hintergrundwissen, kann u.a.
durch einen Experten beigesteuert werden. Diese Beschreibung kann in Tabelle 2.1 beispielhaft entnommen werden.
Das gesuchte Ergebnis ist eine Regelmenge zur Vorhersage. Die Ermittelung der Regelmenge kann auf unterschiedliche
Art und Weise erreicht werden. Eine bekannte Alternative zu dem hier vorgestellten Ansatz sind die zuvor eingefiihrten
Entscheidungsbidume, deren Popularitét auf ihrer Effizienz beruht. Nachteile der Entscheidungsbdume sind hingegen u.a.
ihre Komplexitit und daraus folgende Schwierigkeiten diese zu verstehen [7, S.6].

Da das verwendete Framework auf dem Separate and Conquer - Ansatz von [7] aufbaut, wird nachfolgend die Funk-
tionsweise angedeutet. Aullerdem werden die Stellen aufgezeigt, die diese Arbeit anpasst. Der am Anfang des Kapitels
vorgestellte naive Ansatz von Separate-and-Conquer wird in Algorithmus 1 erweitert. Dieser liefert zwar bereits eine voll-
standige und konsistente Losung, beachtet aber nicht mogliche Stérquellen (Noise) innerhalb der Daten. Dies kann ohne
Anpassung dazu fiihren, dass sich die Regelmenge zu stark an diese Storquellen anpasst und so unnétig komplexe und
weniger vorhersagende Regeln erzeugt werden. Daher werden “Stop-Kriterien“ sowie Post-Processing genutzt um simp-
lere Regelmengen zu entwickeln, die zwar nicht mehr vollstdndig sind aber dafiir bessere Vorhersagen auf unbekannten
Daten liefern [7, S.8].

Der erweiterte Algorithmus 1 ermoglicht das Nutzen verschiedener bewahrter Ansédtze und Algorithmen. So kann u.a.
sowohl ein Top-Down-Ansatz als auch ein Bottom-Up-Ansatz verwendet werden. Dies wird durch die verschiedenen Funk-
tionen / Prozeduren innerhalb des Algorithmus ermoglicht. Der Algorithmus 1 SEpARATEANDCONQUER startet mit einer
leeren Theorie (einer leeren Regelmenge). Solange die Regelmenge positive Beispiele hat, wird mit riNDBEsTRULE die
bestmdgliche Regel herausgesucht, die einen Teil der Datenmenge abdeckt. Zur Bestimmung wie gut eine Regel ist, wird
eine Heuristik verwendet. In der Regel ist der heuristische Wert hoher / besser, wenn eine Regel mehr positive und weni-
ger negative Beispiele abdeckt. Stoppt das RuLeStoppriNGCRrITERION nicht die Schleife, werden alle abgedeckten Beispiele
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Gegeben:
* Ein Zielkonzept
* negative und positive Beispiele
* Die Beispiele sind durch verschiedene Eigenschaften beschrieben
* Optionales Hintergrundwissen
Gesucht:

* Eine simple Menge von Regeln, die zwischen positiven und nega-
tiven Beispielen unterscheidet. Die Regeln sollen dabei auch auf
vorher unbekannte Beispiele anwendbar sein.

Abbildung 2.3.: Lernproblem nach [7]

separiert und die Regel zur Regelmenge (Theorie) hinzugefiigt. Abschlieend ergibt sich die Moglichkeit die Regelmenge
/ Theorie mit Post-Processing zu bearbeiten und so u.U. zu vereinfachen bzw. zu verbessern.

Zur Bestimmung der besten Regel wird FiINpDBEsTRULE in Algorithmus 1 genutzt, welches anhand einer gegebenen Heuris-
tik nach der bestmoglichen Regel sucht. Die Funktion iNitiaLizERULE dient dazu erste Regeln nach einem vorgegebenen
Prinzip zu initialisieren. Anschliefend werden die Regeln durch die Funktion EvaLUATERULE evaluiert. Die Regel mit dem
besten heuristischen Wert wird als BestRule gespeichert und in die Menge der Kandidatenregeln Rules eingefiigt. Solange
die Menge Rules nicht leer ist, werden innerhalb der Schleife Kandidatenregeln mit seLECTCANDIDATES erzeugt. Diese wer-
den aus der Regelmenge Rules entfernt und mit REFINERULES verfeinert. Daraus werden alle moglichen Verfeinerungen der
Regel erzeugt und evaluiert. Wenn die Funktion storriNGCRITERION dies nicht unterbindet, wird die neue Regel NewRule
in die Regelmenge Rules einsortiert und bei einem hoéheren heuristischen Wert zur neuen BestRule. AbschlieRend wird in
der Schleife mit riLTERRULES eine Teilmenge der Regeln ausgewdhlt, die in den néchsten Iterationen genutzt wird. Am
Ende wird BestRule als beste gefundene Regel zuriickgegeben.

Durch verschiedene Wahl der Funktionen INITIALIZERULE, REFINERULE, SELECTCANDIDATES, FILTERRULES und EVALUATERULE,
konnen Probleme (Search Bias, Language Bias) bei der Erstellung der Regel vermieden werden. Die Funktionen RULESTOP-
PINGCRITERION, STOPPINGCRITERION und PosTPROCESs kdnnen abschlieend genutzt werden, um Overfitting zu vermeiden
[7].

In dieser Arbeit soll in die Funktion EvaLUATERULE eingegriffen werden. Der heuristische Wert wird auf der genutzten
Version von SeCo durch wiederholtes iterieren iiber die Datenmenge bestimmt. Dies soll in dem hier genutzten Ansatz
durch einen angepassten FP-Tree vermieden werden. Eine detaillierte Beschreibung der aktuellen Vorgehensweise von
SeCo in EvALUATERULE und einem Vergleich zum neuen Ansatz wird in Kapitel 3.1 beschrieben.

2.2.1 SeCo - Framework

Beim SeCo - Framework (Separate and Conquer) handelt es sich um eine Implementation des Algorithmus 1 durch die
Knowledge Engineering Group der TU Darmstadt. Die hier zum Vergleich verwendete Version geht bei der Evaluation
jeder Regel wiederholt durch den Datensatz.




Algorithm 1 Allgemeiner Separate and Conquer - Algorithmus nach [7, S.10]

1: procedure SEPARATEANDCONQUER (Examples)

2 Theory = {)

3 while posiTive(Examples) # () do

4: Rule = rFINDBESTRULE (Examples)

5: Covered = cover(Rule, Examples)

6 if RULESTOPPINGCRITERION(Theory, Rule, Examples) then
7 exit while loop

8

9

Examples = Examples \ Covered
Theory = Theory U Rule

10: Theory = posTPrOCESS(Theory)
11: return Theory

1: procedure FINDBESTRULE(Examples)

2: InitRule = iNiTIALIZERULE (Examples)

3 InitVal = evaLuaTERULE(InitRule)

4: BestRule = <InitVal, InitRule>

5: Rules = {BestRule}

6 while Rules # ) do

7 Candidates = SELECTCANDIDATES (Rules, Examples)
8 Rules = Rules \ Candidates

9 for all Candidate € Candidates do

10: Refinements = REFINERULE(Candidate, Examples)

11: for all Refinement € Refinements do

12: Evaluation = evALUATERULE(Refinements, Examples)
13: unless sToPPINGCRITERION (Refinements, Examples)
14: NewRule = <Evaluation, Refinement>

15: Rule = INSERTSORT(NewRule, Rules)

16: if NewRule > BestRule

17: BestRule = NewRule

18: Rules = riLtERRULES (Rules, Examples)

19: return BestRule

2.3 Assoziationsanalyse

Die Assoziationsanalyse bezeichnet den Vorgang bei dem ein Zusammenhang zwischen Daten oder Datenmengen gesucht
bzw. aufgedeckt wird. Dieser wird anschliefend in entsprechenden Regeln festgehalten. Die dabei entstandenen Regeln
sollen moglichst aussagekraftig sein. Zur Bestimmung der Aussagekraft werden verschiedene Maleinheiten genutzt, da
nicht jedes Mal3 gleich gut geeignet ist eine Aussage zu treffen. Ein weiteres Problem ist die Interpretation der Werte zum
jeweiligen Mal} [14]. Fiir die Malle der Aussagekraft gibt es bisher keine entsprechend weitverbreitete Einigung iiber
deren formale Definition. Die bisher vorliegenden Definitionen kénnen in Konzepte wie Pragnanz, Abdeckung, Zuverl&s-
sigkeit, Eigenheit, Diversitit, Neuheit und Andere vereinigt werden. Diese werden bei [8, S.2] im Detail beschrieben. Die
bekanntesten und meist verwendeten Mal3stdbe zur Auswahl einer Regel sind der Support und die Confidence.

Die formale Definition der Assoziationsanalyse nach [1] besagt:

Sei I = {ij,1i,,...,1,} eine Menge von m bindren Attributen, welche Items genannt werden.

Sei T = {t,t,,...,t,} eine Menge von Transaktionen, welche als Database bezeichnet wird.

Jede Transaktion t; € T mit j < n wird als binérer Vektor représentiert. Es gilt t;[k] = 1, wenn die Transaktion das
Item i, mit k < m beinhaltet und t;[k] = 0, wenn dies nicht der Fall ist. Sei des Weiteren X eine Menge von Items
in I. Eine Transaktion t; befriedigt (statisfies) X, wenn fiir alle Items i, € X, t;[k] = 1 gilt. Darauf aufbauend sind
Assoziationsregeln nach [1] eine Implikation der Form X = i;, mit i; € I und i; ¢ X. D. h., wenn die Items in der Menge
X gegeben sind, dann ist auch das Item i; vorhanden. Somit folgt auch warum i; nicht in der Menge X und gleichzeitig
auf der rechten Seite der Implikation stehen kann bzw. sein sollte. Eine Aussage der Form “Wenn Item i; vorhanden ist,

j
dann ist i; vorhanden.“ hat keine Aussagekraft hat.




Transaktions-ID iy iy i3 iy
0 0 1 1 1
1 0 0 1 1
2 0 1 1 0
3 0 1 0 0
4 0 0 1 1
5 1 0 0 0
6 0 1 0 0
7 0 1 1 1
8 0 0 1 1
9 1 0 1 1

Tabelle 2.2.: Beispiel einer Transaktionsmenge

In Tabelle 2.2 ist eine Datenbank mit zehn Transaktionen T;, wobei t; fiir die erste Transaktion mit Transaktions-ID O
steht. Jeder Transaktionsvektor t; besteht aus vier Eintrdgen fiir das jeweilige Item. Die Menge der Attribute wére in die-
sem Beispiel I = {i;,1,,13,1,}. Flir die Transaktionsmenge T und die darin beinhalteten Vektoren ergeben sich folgende
Mengen:

01 1 1],
[0 o 1 1],

T=A. ot T,=[0 0 1 1], T,[3]=1
0 o0 1 1],

Mogliche Regeln der Form nach [1] fiir das Beispiel aus Tabelle 2.2 wéren:

{i,=1,i;=0} =i, =1 oder 2.1)
{i1=0,i2=1,i4=0}:i3=1 (22)

Dabei ist die Menge X fiir Regel (2.1) als X = {i, = 1,i; = 0} gegeben. Die Regel (2.1) sagt dabei aus, dass wenn Item i,
vorhanden ist und Item i; nicht, Item i, vorhanden sein soll bzw. ist. Fiir die restlichen Items i;,i5 trifft diese Regel keine
Aussage, d. h. diese kénnen sowohl vorhanden sein als auch nicht.

Zur Erzeugung der entsprechenden Regeln werden verschiedene Algorithmen verwendet. Der bekannteste Algorithmus
ist der Apriori-Algorithmus, welcher auf Basis einer Breitensuche den Support der Itemmengen bestimmt und daraus,
durch Ausnutzung der Anti-Monotonie Apriori Heuristik, entsprechende Kandidaten erzeugt. Die Anti-Monotonie Apriori
Heuristik besagt, dass wenn ein Pattern der Lange k nicht haufig (frequent) vorkommt, dann ist das Super-Pattern mit der
Lange k+1 ebenfalls nicht haufig (frequent) [2]. Die Funktionsweise des Algorithmus geht dabei auf die Idee zuriick, dass
iterativ Items der Lange k + 1 aus frequent Items der Lange k erzeugt werden, wobei k > 1 gilt. Die neu erzeugten Items
der Linge k + 1 werden dann auf ihre Haufigkeit tiberpriift und nur die, die eine Mindesthaufigkeit vorweisen werden
genutzt um wiederum grofRere Super-Pattern zu erzeugen, bis alle méglichen (frequent) Pattern erzeugt wurden. Dabei
leiden alle Apriori-ahnlichen Algorithmen unter zwei nicht trivialen Kosten [11]:

 Die Erzeugung moglicher frequent Pattern ist duferst kostspielig. Bei Datensitzen mit 10* frequent Items der
Liange 1, muss der Apriori-Algorithmus mehr als 107 - Patternlinge — 2 mégliche Pattern erzeugen und auf die
Haufigkeit testen. Besonders auffillig werden die Kosten bei grofReren Pattern. Um ein Pattern der Lédnge 100 zu
entdecken, miissen 2'%° — 2 & 10% erzeugt und gepriift werden.

* Zudem ist es sehr mithsam die Datenmenge wiederholt durchzugehen um festzustellen, ob ein Pattern frequent
ist.

Daher wurde bei [11] versucht eine Methode zu entwickeln, die diese Kosten eliminiert bzw. verringert. Daraus ist die
Datenstruktur des FP-Tree (Frequent Pattern - Tree) entstanden, welche im zudem entwickelten Algorithmus FP-Growth
genutzt wird. Daher wird in dieser Arbeit eine Abwandlung des FP-Growth-Algorithmus genutzt, um entsprechende
Regeln zu erzeugen. Die genaue Funktionsweise von FP-Growth wird im Folgenden Kapitel 2.3.1 erlautert. Man beachte,
dass beide Algorithmen nur einen Teil der Arbeit erledigen, da sie nur die entsprechenden Itemmengen erzeugen. Daraus
folgend miissen noch die Regeln generiert werden.




2.3.1 FP-Growth

Bei FP-Growth (kurz fiir Frequent Pattern-Growth) handelt es sich um ein Algorithmus, der von Han et al. entwickelt und
in [11] veroffentlicht wurde. Darin wird auch der dazu korrespondierende FP-Tree eingefiihrt, welcher eine Erweiterung
eines Prafix-Baumes ist. Das besondere an FP-Growth ist die Kostenverringerung, die in erster Linie durch drei Methoden
erreicht wird:

1. Grol3e Datenmengen werden in einer Datenstruktur, dem FP-Tree, komprimiert. So kann ein wiederholtes durch-
gehen durch die Daten vermieden werden.

2. Die vorgestellte Methode den Baum durchzugehen vermeidet die kostspielige Generierung grof3er Mengen von
Kandidatenmengen.

3. Der Divide-and-Conquer Ansatz von FP-Growth, verkleinert den Suchraum.

Folgend wird zunachst die Datenstruktur des FP-Tree vorgestellt. Anschlieffend wird die Funktionsweise von FP-Growth
erlautert und anhand eines Beispiels verdeutlicht.

2.3.1.1 FP-Tree

Beim FP-Tree handelt es sich um eine Baumstruktur, bestehend aus einem Wurzelknoten, den FP-Knoten und einer Header
Table. Der Wurzelknoten ist immer ein leerer Knoten. Dieser dient nur als Einstiegspunkt in den Baum und speichert
sonst keine weiteren Informationen. Die restlichen FP-Knoten sind die konkreten Konten des Baumes, welche die Infor-
mationen des Datensatz verarbeitet darstellen. Ein FP-Knoten besteht aus vier Felder.

FP-Knoten Felder:
* item-name: Speichert welches Item durch den Knoten reprasentiert wird.

* count: Speichert die Anzahl an Transaktionen in der Datenmenge, welche durch den Pfad vom Wurzelknoten bis
zum Knoten selbst in der Datenmenge vorhanden sind.

* node-link: Ein Verweis innerhalb des Baumes auf den néchsten Knoten, der das gleiche Item représentiert.

e children: Verweise auf die Kind-Knoten. Die Anzahl der Kind-Knoten ist durch die Anzahl der Items, die noch nicht
im Pfad durch einen Knoten représentiert werden, beschrénkt.

item-name | node-link
77777 >
count

children

Abbildung 2.4.: Aufbau eines allgemeinen FP-Tree Knotens

In Abbildung 2.4 ist eine Visualisierung eines allgemeinen FP-Tree-Knotens dargestellt. Beim node-link ist zu beachten,
dass dieser entweder auf einen weiteren Knoten zeigt, der das gleiche Item représentiert oder null ist, also keinen Verweis
hat! Das Feld count wird mit 1 initialisiert, wachst monoton und ist stets positiv.

Neben dem FP-Tree selbst wird eine Header Table gefiihrt. Diese ist ein Verweis zu allen Items, die im Baum vorhanden
sind. Die darin gespeicherten Verweise zu den Knoten im Baum konnen als Startpunkt einer Linked-List interpretiert
werden, die alle Knoten beinhaltet die das gleiche Item reprisentieren. Die Verweise im Feld node-link der einzelnen
FP-Tree-Knoten sind die Referenzen auf die restlichen Elemente der Liste. Die Header Table wird im spateren Verlauf
genutzt alle Counts eines Items schneller wiederzufinden.

In Abbildung 2.5 ist links eine Header Table und rechts ein FP-Tree zu sehen. Die Header Table verlinkt zu drei Knoten,
welche in einem konkreten Fall alle verschiedene Items reprédsentieren wiirden. In diesem Fall sind die Items als auch
der Count in den Knoten nicht ndher genannt. Es wird nur verdeutlicht, dass es drei verschiedene Items V;,V, und V;
existieren. Von der Header Table aus konnen alle Knoten mit dem jeweiligen Item erreicht werden. Dies wird ersichtlich
wenn man bei der Header Table von V; aus startet und dem node-link im jeweiligen Knoten folgt. So erreicht man
zwangslaufig den Knoten ganz rechts mit der Beschriftung V5. Da keine weiteren Knoten wie V; und V, existieren, sind
die node-link-Felder in diesen beiden Knoten null.
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Abbildung 2.5.: Abstrakte Visualisierung eines FP-Trees (rechts) und einer Header Table (links)

Der Algorithmus FP-Growth besteht aus zwei Schritten. Zunédchst muss der Baum anhand einer Datenmenge erzeugt wer-
den. Anschlie@end werden die Frequent Pattern durch traversieren des Baumes generiert bzw. gefunden. Die Erstellung
des Baumes erfolgt dabei nach [11] wie folgt:

Algorithm 2 FP-tree construction

procedure creaTEFPTREE(transaction database D, minimum support &)
Scan database D once and collect F, the set of frequent items, and the support of each item in D
Sort F in support-descending order as F List, the list of frequent items (support > &)

1:

2

3

4:

5: Create the empty root of FP-Tree T

6 for each transaction Trans in D do

7 Select the frequent items (support > &) in Trans and sort them according to the order of FList

8 Let the sorted frequent-item list in Trans be [p|P], where p is the first element and P is the remaining list
9

10: N = root of the FP-Tree T

11: do

12: if N has a child node C and C.item-name == p.item-name then
13: incerement C’s count by 1

14: else

15: create a new node C, with its count initilized to 1,

16: set its parent link to N,

17: link it to the nodes with the same item-name via node-link
18: N=C

19: remove the first element p from the list [p|P]

20: while P is nonempty

Zur Veranschaulichung wird ein FP-Tree anhand des gegebenen Algorithmus 2 createFPTree erzeugt. Als Datenmenge
wird Tabelle 2.2 aus der Einfiihrung zur Assoziationsanalyse und ein Support-Threshold £ von 30% genutzt.

Zunichst wird das Auftreten von jedem Item gezdhlt. Durch traversieren der Datenmenge erhélt man i; = 2,i, = 5,i3 =
7 und iy, = 6. Daraus wird die sortierte Liste FList erstellt. Dazu muss der Support des Items > 30% sein. Bei einer
Datenmenge mit 10 Transaktionen bzw. Instanzen ergibt sich ein absoluter Support von 3. Somit ist die sortierte Liste
FList gegeben durch [is,i4,1,]. Das Item i; entféllt, da es nur einen Support von 20% hat bzw. nur zweimal in der
Datenmenge vorkommt. AnschliefSend muss der Datensatz erneut durchgegangen werden, um die Frequent Items in der
Reihenfolge der sortierten Liste FList in den Baum einzufiigen.

In Tabelle 2.3 steht fiir jede Transaktion in der Spalte ,sortierte Frequent Items“ welche Items und in welcher Reihenfolge
diese in dem Baum eingefiigt werden. Fiir die erste Transaktion folgt daher, dass alle Items bis auf i; eingefiigt werden.
Zudem ist die Reihenfolge fiir die erste Transaktion i; — i, — i,. Da der Baum zu dem Zeitpunkt noch komplett leer ist,
werden der Reihe nach die Knoten mit dem jeweiligen Item eingefiigt.
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Tabelle 2.3.: Datensatz aus Kapitel 2.3 und rechts die Frequent Items der jeweiligen Transaktion

root root

iy Ft----- iy Ft-----

(a) Nachdem die erste Instanz eingefiigt wurde. (b) Nachdem die zweite Instanz eingefiigt wurde.

Abbildung 2.6.: Visualisierung des Baumes nach den ersten beiden Schritten

In Abbildung 2.6a ist das Ergebnis nachdem die erste Transaktion eingefiigt wurde. Da jeder dieser Knoten neu war, wurde
auch die Header Table mit den entsprechenden Referenzen gefiillt. Analog wird dies fiir die restlichen Transaktionen
wiederholt.

Als nachstes muss die zweite Transaktion in den Baum eingefiigt werden. Da keine neuen Items in dem Baum eingefiigt
werden, dndert sich an der Header Table nichts. Der Wurzelknoten besitzt bereits einen Kind-Knoten mit dem Item is.
Daher muss dieser nicht neu erstellt werden und es wird lediglich der Count des Knoten mit dem Item i; um 1 erhoht.
Fiir Item i, folgt analog, dass ebenfalls nur der Count erhdht werden muss. In Abbildung 2.6b ist der Baum nachdem die
zweite Instanz eingefiigt wurde zu sehen.

In Abbildung 2.7 sind die Bdume, nachdem jeweils die 3., 4. und 5. Transaktion eingefiigt wurden. Da sich die Header
Table nicht mehr dndert, wurde diese zur Vereinfachung weggelassen. Alle Items, die vorkommen koénnen, sind bereits
im Baum vertreten. Bei der 3. Transaktion ist eine Besonderheit zu beobachten, da der bereits existente Pfad im Baum
und der neu einzufiigende Pfad einen gemeinsamen Prifix i; haben. In Abbildung 2.7a ist der Baum nachdem die 3.
Transaktion eingefiigt wurde zu sehen. Es wurden die Items i3 und i, eingefiigt. Da der Pfad mit dem Item i; beginnt,
muss zundchst nur der Count im entsprechenden Knoten erh6ht werden. Der Knoten, der das Item i; reprisentiert, hat
zu diesem Zeitpunkt allerdings nur ein Kind-Knoten und dieses reprasentiert das Item i,. Daher wird ein neuer Knoten
mit dem Item i, erstellt und eine Verlinkung zu dem bereits vorhandenen Knoten mit dem Item i, gekniipft.
Nachfolgend werden entsprechend die restlichen Transaktionen eingefiigt. In Abbildung 2.7c ist noch der Zustand des
Baumes nach dem die 5. Transaktion eingefiigt wurde zu sehen. In diesem Fall musste nur das Item i, eingefiigt werden.
Da es vom Wurzelknoten aus keine Pfade gibt, die mit i, beginnen, wird ein neuer Knoten erstellt. Dieser wird dann
ebenfalls mit den anderen Knoten, die i, reprédsentieren, verlinkt.

Abschlieend kann festgestellt werden, dass die Reihenfolge der Items entscheidend dafiir ist wie gut die Items in einem
Knoten zusammengefasst werden kénnen. Wiren die Items nicht in absteigender Reihenfolge sortiert, hitte man die
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root

(a) 3.Transaktion eingefiigt (b) 4.Transaktion eingefiigt (c) 5.Transaktion eingefiigt

Abbildung 2.7.: Anderungen des FP-Tree nachdem jeweils die 3., 4. und 5. Transaktion eingefiigt wurden.

iy

5

Abbildung 2.8.: FP-Tree und Header Table nachdem alle Instanzen in den Baum eingefligt wurden.

Items, die sehr hiufig vorkommen, nicht so gut in einem Knoten zusammenfassen konnen. Wiirden im Baum zunéchst
die Items stehen, die am wenigsten in der Datenmenge auftreten, wiirden diese zwar auch zusammengefasst, doch da
diese bereits weniger haufig vorkommen, ist auch der mogliche Vorteil eines Zusammenfassens nicht so gut wie bei
absteigender Reihenfolge. Allerdings ist zu beachten, dass durch die absteigende Reihenfolge der Baum trotzdem nicht
immer minimal oder besonders kompakt wird.

In Abbildung 2.8 ist der Baum nachdem alle Transaktionen eingefiigt wurden dargestellt. Die Items i; und i, werden
hierbei durch einen einzigen Knoten représentiert. Item i, wird hingegen durch drei via node-link verkniipfte Knoten
dargestellt. Das Gesamtvorkommen eines Items wird anhand des Baumes durch die Summe aller Counts von Knoten mit
gleichem Item bestimmt. Da es keine weiteren Knoten mit dem Item i; und i, gibt, geben diese bereits das Gesamt-
vorkommen des jeweiligen Items in der Datenmenge wieder. Zur Bestimmung des Gesamtvorkommen von i,, wird die
Summe mit Hilfe der node-links bestimmt.

Des Weiteren soll verdeutlicht werden, dass die Pfade vom Wurzelknoten bis zu einem beliebigen Knoten, zum Teil,
den Instanzen in der Datenmenge entsprechen. Der Count im Knoten besagt wie haufig die Items bis zu diesem Knoten
gemeinsam vorkommen. Der Pfad vom Wurzelknoten bis zum Knoten mit Item i, besagt, dass es sechs Transaktionen
gibt bei denen die Items i; und i, beide vorkommen. Fiir Abbildung 2.8 folgt:

* Die Items i,, i3 und i, treten zweimal in der Datenmenge gemeinsam auf.
* Die Items i, und i; treten ohne i, nur einmal gemeinsam auf.

e Item i, kommt insgesamt Y. count(item-name ==1i,) = 2+ 1+ 2 =5 mal in der Datenmenge vor.

13



f a C
1 1 1
(@) FP-Tree nach support-absteigender Reihen- (b) FP-Tree nach spezieller Reihenfolge
folge

Abbildung 2.9.: Beispiel eines nicht minimalen FP-Tree (ohne Node-Links und Header Table)

Zusammenfassend hat ein FP-Tree nach [11] folgende Eigenschaften:
e Ein FP-Tree ist ein Prafix-Baum.

* Durch die Support-absteigend sortierte Reihenfolge der Items ist die Wahrscheinlichkeit hoher, dass mehr Préfixe
zusammengefasst werden kénnen.

* Die Kompaktheit des Baumes wird durch die gegebene Reihenfolge der Items erhoht.
* Die Erstellung des Baumes benotigt exakt zwei Durchgéange durch die Datenmenge.

¢ Die Grof3e des Baumes ist durch die GrofSe der Datenbank beschrankt. Jede Instanz wird maximal nur einen neuen
Pfad erzeugen.

* Die Tiefe des Baumes ist durch die maximale Anzahl von frequent items in einer Transaktion beschrankt.

Die Kompaktheit des Baumes wird durch die Support-absteigende Reihenfolge erhoht. Dies fiihrt aber nicht zu einem
maximal kompakten Baum. Durch betrachten der Dateneigenschaften kann eine bessere Kompaktheit erreicht werden.
Betrachtet man die Datenmenge {adef, bdef, cdef, a, a, a, b, b, b, ¢, ¢, c}, gegeben in [11], mit einem Support von 25%,
erhdlt man mit Support-absteigender Reihenfolge den Baum in Abbildung 2.9a. Werden die Knoten manuell angeordnet,
kann der Baum wie in Abbildung 2.9b weiter minimiert werden. Der Baum hat in diesem Fall drei Knoten weniger als
der FP-Tree nach Items mit Support-absteigender Reihenfolge.

Nachdem der Baum erstellt wurde, werden anhand des Baumes alle Frequent Pattern generiert, die den Minimal-Support
& erfiillen. Auf Basis der Datenmenge aus Tabelle 2.2 und dem daraus erzeugten FP-Tree aus Abbildung 2.8 sowie einer
Threshold £ = 30%, wird das Vorgehen des Algorithmus erlautert.

Im ersten Schritt wird das Item i, welches am wenigsten hdufig im FP-Tree vorkommt ausgewahlt. Da die Reihenfolge der
Items in der Liste FList aus Algorithmus 2 bereits gesammelt wurde, wird dort dementsprechend das letzte Item der Liste
genutzt. Mit Hilfe der Header Table und den Node-Links werden alle Pfade im Baum vom Wurzelknoten bis zum Knoten
mit Item i gesammelt. Auf dem gegebenen Datensatz angewendet, ist das gesuchte Item i = i,. Die daraus resultierenden
Pfade sind {(i5 : 7 = i, : 6 = iy :2),(i3 : 7 = iy : 1),(iy : 2)}. Der Wurzelknoten wird dabei weggelassen, da dieser nur
als Startpunkt des Baumes dient. Es ist zu beachten, dass die Kombination aller Items im Pfad nur so haufig vorkommt,
wie der Count des tiefsten Knoten dies angibt. Daraus folgt:

* Itemmenge {is, i4,1,} kommt gemeinsam nur zweimal in der Datenmenge vor.
» Itemmenge {i5,i,} kommt dreimal in der Datenmenge vor. Es gibt mehrere Pfade, die diese Items beinhalten.

* Beim letzten Pfad handelt es sich nur um einen Knoten. Daher ist das Gesamtvorkommen, wie bereits eingefiihrt
die Summe der Counts von Knoten mit Item i,. Daher kommt die Itemmenge {i,} fiinfmal in der Datenmenge vor.
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Abbildung 2.10.: Conditional Pattern Base und Conditional FP-Tree mit Header Table von i, (links) und i, (rechts)

Als erstes wird das zuvor ermittelte Item als frequent pattern (i, : 5) in die Menge aller gefundenen Frequent Pattern
hinzugefiigt. Anschlie}end werden die resultierenden Itemmengen verarbeitet. Zur einfacheren Handhabung wird in [11]
die vereinfachte Notation {(isi, : 2),(i5 : 1)} eingefiihrt. Da die Itemmengen unter der Kondition erstellt wurden, dass
Item i, vorkommt, wird dieses bei der Notation weggelassen. Des Weiteren ist die Count-Zahl der Itemmenge gegeben
durch den Count des Knoten mit Item i,. Die resultierende Menge {(isi4 : 2), (i3 : 1)} ist die Sub-Pattern Base, welche
auch Conditional Pattern Base von Item i,, genannt wird. Eine andere Schreibweise wére {Sub-Pattern Base | Kondition}.
Auf die gegebene Itemmenge wére dies {((i5i4 : 2), (i3 : 1)) |i,}. Die Conditional Pattern Base wird anschlieffend genutzt
um einen FP-Tree, wie in Algorithmus 2 beschrieben, zu erstellen. Der resultierende Baum wird als Conditional FP-Tree
von i, bezeichnet. Die Erstellung des Baumes fiihrt im vorliegenden Beispiel zu einem Baum mit nur einem Pfad, welcher
auch nur einen Knoten mit Item i; beinhaltet. Dieser ist in Abbildung 2.10a veranschaulicht. Dies tritt ein, da wieder nur
Items genutzt werden, die die absolute Threshold &, = 3 erfiillen.

Da dieser Baum unter der Kondition erstellt wurde, dass das Item i, vorhanden ist, werden den neu gefundenen Frequent
Pattern das Item i, angefiigt. Die so entstandenen Bdume werden solange rekursiv bearbeitet, bis der Baum leer ist bzw.
nur noch aus dem Wurzelknoten besteht. In diesem Fall wird daher noch das Frequent Pattern (i5i, : 3) in die Menge
aller gefundenen Frequent Pattern hinzugefiigt.

Dies wird fiir die restlichen Items in Support-aufsteigender Reihenfolge wiederholt. Somit wiirde als nichstes die Con-
ditional Pattern Base fiir i, erstellt werden. Dazu werden erneut alle Pfade vom Wurzelknoten bis zu einem Knoten mit
dem Item i, gesammelt. Es werden erneut iiber die Header Table und die Node-Links Knoten mit dem gesuchten Item
herausgesucht. Von dort aus werden dann die Pfade zum Wurzelknoten ermittelt. In diesem Fall gibt es nur einen Pfad
mit {(i3 : 7 — i, : 6)}. Das direkt gefundene Frequent Pattern (i, : 6) wird daraufhin eingefiigt und anschlie@end die
Conditional Pattern Base {(i3 : 6)} von i, erstellt. Als nidchstes wird wieder der Conditional FP-Tree von i, generiert. In
diesem Fall wire der Baum wieder bestehend aus einem Pfad, welcher auch nur aus einem Knoten i; mit dem Count 6
besteht, veranschaulicht in Abbildung 2.10b. Aus der Kombination des bisher gefundenen Pattern und dem neu erstellten
Knoten wird erneut ein neues Frequent Pattern (izi, : 6) in die Menge aller gefundenen Frequent Pattern hinzugefiigt.
Da im néchsten Schritt der Baum leer wére, endet die Rekursion und das néichste Item wird bearbeitet.

Dabei fallt auf, dass das erste bearbeitete Item i, im zweiten Schritt nicht mehr beachtet wurde. Es werden lediglich
Pattern erzeugt, die das bearbeitete Items selbst und die Items, die oberhalb des Knoten im Baum angeordnet sind,
beinhalten. Jegliche Kombinationen, die das Item i, beinhalten, wurden bereits im ersten Schritt gefunden. Gleiches gilt,
wenn das letzte Item i; bearbeitet wird. Zusammenfassend werden alle Items ignoriert, die bereits verarbeitet wurden.
Fiir die gegebene Datenmenge ergeben sich damit folgende Frequent Pattern.

{(iy : 5), (iyis : 3),(iy : 6), (i4i5 : 6),(i5: 7)}
Damit wiére die Vorgehensweise zusammengefasst wie folgt:
1. Conditional Pattern Base fiir alle Items in der Header Table erstellen.
2. Conditional FP-Tree bauen.

3. Das Item selbst in Kombination mit dem vorherigen Pattern in die Menge aller Frequent Pattern hinzufiigen. (Beim
ersten Aufruf ist das vorherige Pattern leer.)

4. Schritt 1-3 fiir den Conditional FP-Tree wiederholen, solange bis keine Conditonal FP-Trees erstellt werden konnen.

Die gezeigte Vorgehensweise wiirde bereits fiir alle moglichen Badume funktionieren. Bevor dies in einem Algorithmus
festgehalten wird, muss noch ein Spezialfall erldutert werden. Bei diesem handelt es sich um einen “Einzel-Prdfix Pfad’
- Baum. Ein solcher Baum besteht aus nur einem Pfad vom Wurzelknoten bis zu einem inneren Knoten, der den Baum
erst dann weiter unten in mehrere Pfade aufteilt. Ein solcher Baum ist in Abbildung 2.11a dargestellt. Der Baum wurde
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Abbildung 2.11.: Ein Einzelpfad - Baum mit seinen jeweiligen Anteilen dargestellt.

dabei auf einer unspezifizierten Datenmenge mit einer absoluten Threshold &,,; = 1 erstellt. Der Einzelpfad-Anteil P ist
dabei gegeben durch (a : 10) — (b : 8) — (c : 5) und der Multipfad-Anteil Q ist gegeben durch den Baum beginnend bei
Knoten (c : 5), dargestellt in Abbildung 2.11b und Abbildung 2.11c.

Zur Bestimmung der Frequent Pattern kann in diesem Fall zunéchst der Einzelpfad-Anteil P durch Kombination der Knoten
miteinander verarbeitet werden. Dabei bilden alle méglichen Teilpfade ein neues Frequent Pattern. Der Count des Pattern
entspricht dabei dem Minimum der beinhalteten Items. Auf das Beispiel angewendet wire die Menge der Frequent Pattern
fiir P gegeben durch {(a : 10),(b : 8),(c : 5),(ab : 8),(ac : 5),(bc : 5),(abc : 5)}. Der Multipfad-Anteil wird wie zuvor
beschrieben bearbeitet. Dabei werden die Schritte 1-4 aus der Zusammenfassung solange wiederholt bis die Frequent
Pattern - Menge von Q generiert wurde. Diese ist gegeben durch {(d : 4),(e : 3),(f : 1),(g : 2),(df : 1),(dg : 2)}. Zur
Bestimmung der Frequent Pattern - Menge des gesamten Baumes, wird eine Kreuzprodukt-dhnliche Operation ausgefiihrt.
Dabei wird jedes Element mit jedem vereinigt und der Count des neuen Pattern ist dabei das Minimum von den einzelnen
Elementen. Nachfolgend ist die Frequent Pattern - Menge fiir das gegebene Beispiel zu sehen. Die einzelnen Pattern sind
dabei so angeordnet, dass jede Zeile fiir ein Element aus P steht und jede Spalte fiir ein Element aus Q.

(d:4), (e:3), (f:1), (g:2), (df : 1), (dg:2),
(a:10), (ad : 4), (ae:3), (af : 1), (ag:2), (adf : 1), (adg:2),
(b:8), (bd : 4), (be: 3), (bf : 1), (bg:2), (bdf : 1), (bdg :2),
(c:5), (cd : 4), (ce:3), (cf : 1), (cg:2), (cdf : 1), (cdg:2),
(ab : 8), (abd : 4), (abe : 3), (abf : 1), (abg :2), (abdf : 1), (abdg : 2),
(ac:5), (acd : 4), (ace: 3), (acf : 1), (acg :2), (acdf : 1), (acdg : 2),
(bc:5), (bed : 4), (bce: 3), (bef : 1), (bcg :2), (bedf : 1), (bcdg : 2),

(abc : 5), (abcd : 4), (abce : 3), (abcf : 1), (abcg : 2), (abcdf : 1), (abcdg : 2)

Da jedes Item in einem Pfad maximal einmal vorkommt, besitzen die Teilbdume keine gemeinsamen Knoten. Dies erst er-
moglicht die Aufteilung der Prozedur in zwei verschiedene Baume. Zusammen ergeben diese den FP-Growth-Algorithmus
von Han et al. [11], wiedergegeben in Algorithmus 3.

In Zeile 1-10 wird der Spezialfall eines Einzelpfad-Baumes verarbeitet. Dabei wird der Baum in zwei Teile P und Q auf-
geteilt. Auf dem Teilbaum P werden dann durch Kombination der Knoten die Frequent Pattern erstellt. Ist der gegebene
Baum kein Einzelpfad - Baum, ist Q fiir die nachfolgenden Schritte der gesamte vorliegende Baum. In Zeile 12-17 wird die
zuvor gezeigte allgemeine und rekursive Methode ausgefiihrt, die fiir jede Art von Baum funktioniert. Dazu werden fiir
jedes Item das Pattern in Kombination mit dem jeweiligen Konditionspattern erzeugt. Danach wird die Conditional-Base
sowie der Conditional FP-Tree rekursiv aufgerufen.

Abschlieend wird in Zeile 19 die Vereinigung, der Frequent Pattern - Mengen von P, Q und dem “Kreuzprodukt“ P x Q
zuriickgegeben.

Im vorgestellten Algorithmus wird durch den rekursiven Ansatz auch ein Einzelpfad - Baum erkannt, der sich erst weiter
unten im Baum befindet, was die Effizienz des Algorithmus weiter erhoht. Ein weiterer Vorteil ist, dass selbst im Falle,
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wenn die Datenmenge eine exponentielle Anzahl an Frequent Pattern ermoéglicht, der FP-Tree selbst im Regelfall sehr
klein ist und niemals exponentiell wachst [11, S.69]. Die Effizienz des Algorithmus sowie des FP-Trees wird in [11,
S.73 ff.] aufgezeigt.

Die Problemstellung in dieser Arbeit ist allerdings kein Data Mining Problem. Das Ziel ist einen Ansatz basierend auf
dem FP-Tree zu entwickeln eine Regel zu evaluieren und mit dem bisherigen Ansatz in Effizienz zu vergleichen. Dement-
sprechend wird in dieser Arbeit ein angepasster Baum sowie ein speziell auf das gegebene Framework angepasster
Algorithmus entwickelt und vorgestellt. Dabei werden Elemente einer Erweiterung des FP-Tree, welche in [5] unter dem
Algorithmus SD-Map vorgestellt werden, genutzt.

Algorithm 3 FP-Growth

1: procedure FPGrRowTH(FPTree T, Itemset a)
2 if Tree T contains a single prefix path then
3 FPTree P = single prefix-path part of T
4: FPTree Q = multipath part of T, with the top branching node replaced by a null root
5:
6 for each combination (denoted as f3) of the nodes in the path P do
7 generate pattern 3 U a with support = minimum support of nodes in f3
8 freqPatternSetP = add that Pattern to the frequent pattern set of P
9: else
10: Q=T
11:
12: for each item g; in Q do
13: generate pattern 3 = a; U a with support = a;.support
14: construct 3’s conditional pattern-base and then conditional fp-tree Treeg
15: if Trees # @ then
16: call FPGrowth(Treeﬂ, B)
17: freqPatternSetQ = the set of pattern so generated
18:

19: return freqPatternSetP U freqPatternSetQ U (freqPatternSetP x freqPatternSetQ)

2.3.2 SD-Map

Bei SD-Map (Subgroup Discovery - Map) handelt es sich um einen von Atzmueller und Puppe entwickelten Algorithmus
zur Bestimmung von Untergruppen bzw. Teilgruppen [5]. Der Algorithmus baut dabei auf FP-Growth auf, erweitert diesen
aber um die Fahigkeit fehlende Daten in der Datenmenge zu verarbeiten. Die Vorgehensweise des Algorithmus selbst ist
fiir diese Arbeit zwar nicht relevant aber die erweiterte Fassung des FP-Tree (nachfolgend SD-Tree genannt), wird genutzt.

Bei einem SD-Tree handelt es sich um einem FP-Tree, der in den Knoten nicht das Auftreten des jeweiligen Items in der
Datenmenge speichert, sondern vermerkt wie héufig ein Attribut-Wert-Paar mit einem bestimmten Klassenwert vorkommt
bzw. nicht vorkommt. Zusammengefasst speichert ein Knoten die positiven und negativen Félle eines Attribut-Wert-Paares
ab. Der positive Fall ist dabei, wenn das Attribut-Wert-Paar mit dem gewiinschtem Wert der Klassenvariable vorkommt.
Analog ist der negative Fall, wenn die Klassenvariable nicht den gewiinschten Wert hat. Abbildung 2.12 zeigt den Unter-
schied zwischen einem SD-Tree-Knoten und einem FP-Tree-Knoten nochmals auf.

Zur Veranschaulichung wird die Datenmenge aus Tabelle 2.1 genutzt. Dabei ist zu beachten, dass anders als die genutzte
Datenmenge in Tabelle 2.2, die Eintrédge in der Tabelle 2.1 fiir den konkreten Wert des Attributes stehen und nicht ob ein
Item vorkommt. Die positiven und negativen Fille sind hier mit einem + bzw. — markiert. In diesem Fall gibt es nur zwei
Klassen (+ und —). Fiir mehr als zwei Klassen wird eine Klasse als positiver Fall und die restlichen als Negativer genutzt.
So kann aus Tabelle 2.1 entnommen werden, dass das Attribut-Wert-Paar a; = 1 sowohl in einem positiven als auch in
einem negativen Fall auftritt. In einem entsprechenden SD-Tree-Knoten wiirde daher fiir beide Werte eine 1 gespeichert.
Das Attribut-Wert-Paar a, = 1 kommt in zwei positiven und drei negativen Fillen vor.

Der Aufbau eines SD-Trees funktioniert dhnlich wie der eines FP-Trees. Zur Ermittlung der Reihenfolge in der die Attribut-
Wert-Paare in den Baum eingefiigt werden sollen, wird das Auftreten mit der Klassenvariablen gezahlt. Dies ist wichtig
fiir den Fall, dass das Klassenattribut selbst in der Datenmenge fehlt. Ist die Datenmenge vollstindig, entspricht dies
einem einfachen Zahlen wie héufig ein bestimmtes Attribut-Wert-Paar vorkommt. Fiir das genutzte Beispiel ergibt sich
daraus die folgende Reihenfolge:

[(a;=0):8—>(a3=1):7—(a;=1):5>(a;=0):5—>(a3=0):3—>(a; =1):2]
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item-name | node-link item-name | node-link
————— > —_—————
count pos | neg

children children

(@) FP-Tree Knoten (b) SD-Tree Knoten

Abbildung 2.12.: Vergleich eines FP-Tree - Knotens zu einem SD-Tree - Knoten
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Abbildung 2.13.: SD-Tree und Header Table zu Datensatz 2.1 (£ ,;,, = 3)

Bei einer absoluten Threshold &,;,, = 3, entfallt nur (a; = 1). AnschlieRend wird wie bei FP-Growth jede Instanz nach
Reihenfolge der Liste in den Baum eingefiigt. Der daraus resultierende Baum ist in Abbildung 2.13 dargestellt. Die
benotigten Werte konnen dem Baum wie aus einem FP-Tree entnommen werden. Dabei muss fiir das Vorkommen eines
Attribut-Wert-Paares nur der Count (die Summe aus positiven und negativen Féllen) bestimmt werden. Die restliche
Vorgehensweise ist analog zu der in einem FP-Tree. So kann dem Baum entnommen werden, dass das Attribut-Wert-Paar
a, = 1 insgesamt fiinfmal vorkommt. Zudem aber kann entnommen werden, dass es zweimal in positiven und dreimal
im negativen Fall auftritt. Dazu muss wie bei einem FP-Tree nur den Node-Links, beginnend mit aus der Header Table,
gefolgt werden.

2.4 Zusammenfassung

In diesem Kapitel wurde zunédchst der Bereich des Maschinellen Lernens eingefiihrt. Es wurde erldutert wie Dieser ent-
standen ist, welche Ansitze es gibt und wo dieser Bereich alles eingesetzt werden kann. Erweitert wurde dies durch
das Kapitel Separate and Conquer, welches den genutzten Ansatz des verwendeten Frameworks erlduterte und wo die
Verbindung zu der hier vorgestellten Arbeit besteht. AbschlieRend wurde in der Assoziationsanalyse das Gebiet selbst
definiert und mit FP-Growth und SD-Map entsprechende Ansétze dafiir vorgestellt. Dabei wurde insbesondere FP-Growth
eingefiihrt, da die dort verwendete Struktur des FP-Tree und eine abgewandelte Vorgehensweise des Ansatzes in dieser
Arbeit genutzt wird.
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3 Implementation

In diesem Kapitel wird zunéchst die Funktionsweise der Funktion EvaLuatrERULE in der genutzten Version von SeCo erlau-
tert. AnschlieRend wird der Ansatz mit einem FP-Tree eingefiihrt. Es wird Schritt fiir Schritt aufgezeigt wie dieser auf das
Framework angepasst und in verschiedenen Bereichen optimiert wurde.

3.1 SeCo - EVALUATERULE

In der genutzten Version von SeCo ist die Funktion EvaALUATERULE einfach gehalten. Sie hat die Aufgabe fiir eine Regel
die Werte einer Konfusionsmatrix zu bestimmen und mit Hilfe dieser, durch eine gegebene Heuristik, den heuristischen
Wert der Regel zu berechnen. Die vorliegende Vorgehensweise beruht dabei auf einem einfachen iterativen Ansatz. In
diesem geht die Funktion in jedem Aufruf durch die Datenmenge und iiberpriift fiir jede Instanz ob diese von der Regel
abgedeckt wird oder nicht. Dabei wird zuséatzlich unterschieden, ob die Regel fiir die jeweilige Instanz korrekt ist. Das
bedeutet der Regelkopf bzw. die Vorhersage entspricht dem Klassenwert dieser Instanz. Zusammengefasst entspricht dies
den true positive, false positive, true negative und false negative einer Kofusionsmatrix.

actual

positve | negative
.. true false
positive . ..

redicted positive | positive

i
p . false true 2 1
negative . )
negative | negative 4

Tabelle 3.1.: Allgemeiner Aufbau einer Konfusionsmatrix Tabelle 3.2.: Beispielhafte Konfusionsmatrix einer Regel

In Tabelle 3.1 ist der Aufbau einer allgemeinen Konfusionsmatrix gegeben. Bei predicted sind die Werte der Vorhersage
gemeint und unter actual die tatséchlich vorliegende Verteilung in den Daten. Folglich beschreiben true positive und true
negative, die korrekten Vorhersagen und false positive sowie false negative die inkorrekten Vorhersagen. Auf den gegebenen
Datensatz aus Tabelle 2.1 und der Regel (a, = 1 Aa; = 1) = a4 = + ergibt sich die beispielhafte Konfusionsmatrix in
Tabelle 3.2.

Zur Bestimmung dieser Werte verarbeitet die Funktion EVALUATERULE iterativ jede Instanz einzeln. So z&hlt die erste
Instanz als true positive, da die Attribute die entsprechenden Werte aufweisen und das Attribut a, = + mit dem Regelkopf
iibereinstimmt. Fiir die 2. Instanz folgt, dass diese als false negative gewertet wird, da die Instanz selbst positiv ist aber
von der Regel nicht als solche erkannt wird, da das Attribute a, = 0 nicht mit der Regel {ibereinstimmt. Fiir die 3. Instanz
folgt analog, dass dies als false positive gewertet wird, da die Attribute a, und a5 zwar mit der Regel iibereinstimmen aber
die Instanz selbst den Klassenwert a, = — hat. Abschliefend ist die 4. Instanz ein true negative, da das Attribute a; = 0
ist. Somit wird die Instanz korrekterweise nicht abgedeckt, da die Instanz selbst den Klassenwert a, = — hat. In Tabelle
3.3 ist eine Ubersicht zu allen Instanzen und deren Zuordnung unter der gegebenen Regel.

Die genutzte Variante von EVALUATERULE wiirde die Datenmenge zur Evaluierung einer jeden Regel jedes mal erneut
durchgehen. Dieses Vorgehen ist redundant und damit ineffizient. Daher soll eine Struktur genutzt werden, die den

a; a, as a, Zuordnung
0 1 1 + true positive
0 0 1 + false negative
0 1 1 — false positive
0 1 0 - true negative
0 0 1 + false negative
1 0 0 — true negative
0 1 0 - true negative
0 1 1 + true positive
0 0 1 + false negative
1 0 1 + false negative

Tabelle 3.3.: Datensatz aus Tabelle 2.1 und rechts die Zuordnung unter der Regel (a; =1Aaz3=1)=>a, =+
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Abbildung 3.1.: Vollsténdiger SD-Tree zu Datensatz 3.3 (£, = 0)

Datensatz komprimiert und gleichzeitig das Ermitteln der Konfusionmatrix verbessert. Eine Effizienzsteigerung kann
durch Beachtung verschiedener Besonderheiten erreicht werden.

* Das Iterieren iiber die Datenmengen sollte minimiert werden. Dazu wird eine Struktur geschaffen, welche die re-
levanten Instanzen in der Datenmenge direkt auswéahlt. Unter relevant wird hierbei verstanden, dass die Instanzen
wahrscheinlicher durch die Regel abgedeckt werden.

* In einer Datenmenge konnen Instanzen mehrfach vorkommen. Daher sollte eine Struktur geschaffen werden, die
diese zusammenfasst und damit den Datensatz komprimiert.

Eine Struktur, die diese Anforderungen erfiillt, ist der SD-Tree. Dieser besitzt, genauso wie der FP-Tree, die Eigenschaft
die Daten zu komprimieren. Gleiche Instanzen erzeugen im SD-Tree nur einen einzigen Pfad. Durch die Header Table
konnen auch direkt bestimmte Werte angesprungen werden. Dadurch muss zusétzlich neben der Komprimierung auch
nicht mehr jeder Pfad bzw. jede Instanz iiberpriift werden.

3.2 Evaluierung mit Hilfe eines SD-Tree

Der SD-Tree wurde bereits in Kapitel 2.3.2 eingefiihrt. Die Erstellung des SD-Trees verlduft dabei analog zu der eines FP-
Trees und wird hier nicht weiter vertieft. Die einzige Anderung bezogen auf die Erstellung des Baumes, ist das Hinzufiigen
der tp und fp {iber alle Daten in den Wurzelknoten. Nachfolgend wird ein Ansatz vorgestellt den Baum zu bearbeiten,
der auch auf den spéater erweiterten Baumen funktioniert und speziell fiir die Evaluierung einer Regel konzipiert wurde.
Das Verfahren soll anhand eines Beispieles vorgestellt werden. Dazu wird der Datensatz aus Tabelle 3.3 genutzt. Anders
als bei FP-Growth oder SD-Map miissen fiir die Evaluierung alle Daten genutzt werden. Daher ist eine Threshold & nicht
mehr notwendig. Diese kann somit komplett weggelassen oder auf £,,; = 0 gesetzt werden. Der daraus resultierende
Baum ist in Abbildung 3.1 zu sehen. Dabei fillt auf, dass ein SD-Tree mit &, = 0 immer ,vollstindige’ Pfade besitzt.
In jedem Pfad ist jedes Attribut-Wert-Paar (aufder die Klassenvariable) genau einmal vorhanden. Daraus ergeben sich
folgende Eigenschaften:

1. Die Tiefe des Baumes ist durch die Anzahl der Attribute - 1 beschrénkt bzw. gegeben. Zusétzlich hat jeder Pfad im
Baum diese / die gleiche Tiefe.

2. Die “positive® und “negative” Werte der inneren Knoten sind immer die Summe der “positive und “negative” Werte
der Blattknoten, die vom dem Knoten ausgehen.
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Abbildung 3.2.: Visualisierung der einzelnen Schritte wahrend der Evaluierung. Die roten Kanten stehen fiir die einzelnen
Schritte.

Bezogen auf das gegebene Beispiel, hat der Datensatz vier Attribute a, - a, und daraus folgend die Tiefe 3. Die zweite Ei-
genschaft 1dsst sich ebenfalls in Abbildung 3.1 beobachten. Der Wurzelknoten beschreibt das Vorkommen des Klassenwer-
tes iiber die gesamte Datenmenge. Werden die “positive” und “negative” Werte aller Blattknoten summiert, erhélt man die
Werte im Wurzelknoten. Analog sind die Werte im Knoten (a; =0:5|3)=(a3=0:0]2)+(ay=1:2|1)+(ay; =0:3]|0)
durch seine Blattknoten gegeben. Es ist zu beachten, dass diese Eigenschaften fiir FP-Trees oder SD-Trees im Allgemeinen
nicht gelten. Nur bei einer Threshold &,,; = O ist der Baum vollstindig und erfiillt die beschriebenen Eigenschaften.
Ersichtlich wird dies, wenn Abbildung 2.13 mit £,;, = 3 und Abbildung 3.1 mit £ ,;, = 0 verglichen werden.

Zur Evaluation einer Regel r miissen die Konditionen, die in der Regel vorkommen, im Baum gefunden werden. Gleichzei-
tig muss sichergestellt sein, dass die gesuchten Konditionen auf einem gemeinsamen Pfad liegen und es damit mindestens
eine Instanz im Datensatz gibt, die beide Konditionen aufweist. Der Vorgang soll daher zunéchst beispielhaft fiir die Regel
(ay =0A a3 =1)= a, =+ besprochen werden.

Als erstes wird im Regelkorper die Kondition ermittelt, die am tiefsten im Baum aufzufinden ist. In diesem Fall entspricht
dies a, = 0. Darauffolgend wird mit Hilfe der Header Table der erste Knoten linkNode mit der Kondition a, = 0 im
Baum herausgesucht (1.Schritt in Abbildung 3.2). Vom linkNode bis zum Wurzelknoten wird gepriift, ob der jeweilige
Knoten von der Regel abgedeckt wird. Ein Knoten gilt als abgedeckt, wenn dieser bei gleichem Attribut den gleichen
Wert aufweist. Fiir den ersten Knoten ist dies der Fall, da a, = 0 in der Regel vorkommt. Anschlief3end wird der dariiber
liegende Knoten genauso gepriift. In diesem Fall ist der Knoten (a; = 1 : 5|1) ebenfalls abgedeckt. Da bereits alle
Konditionen der Regel abgedeckt sind und jede Kondition genau einmal in einem Pfad vorkommt, muss der letzte Knoten
im Pfad (a; = 0 : 5| 3) nicht mehr iiberpriift werden (2.Schritt in Abbildung 3.2). Uber die Kondition in diesem Knoten
wird von der Regel (a, = 0Aa; = 1) = a4 = + keine Aussage getatigt. Abschlie3end fiir diesen Pfad werden die “positive”
und “negative” Werte des linkNode-Knotens zu den true positive und false positive Werten der Regel hinzugefiigt, wenn
der Pfad von der Regel abgedeckt wurde. Ein Pfad gilt dabei als abgedeckt, wenn nur Knoten vorkommen, die abgedeckt
oder ignoriert wurden. Ist im Pfad ein Knoten mit einem Attribut, welches in der Regel vorkommt aber einen anderen
Wert aufweist als die Regel, ist der Pfad nicht abgedeckt. Als nichstes wird mit Hilfe der Link-Node - Referenz der nachste
Pfad herausgesucht.

Zu den true positive (tp) und false positive (fp) einer Regel werden nur die “positive” und “negative” Werte des tiefsten
betrachteten Knoten hinzugefiigt (dem linkNode). Die Werte der restlichen Knoten spielen fiir die Auswertung des Pfades
keine Rolle. Diese decken Instanzen ab, die auch andere Konditionen beinhalten und somit fiir andere Instanzen in
der Datenmenge stehen. Fiir das gegebene Beispiel deckt der Elternknoten vom linkNode auch die Instanzen mit der
Kondition a, =1 ab.
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Tabelle 3.4.: Konfusionsmatrix zu Regel (a; = 0 A a3 = 1) = a, = + unter Datensatz 3.3

a; a, as a,
0 1 1 +
0 0 1 +
0 1 1 —
0 1 0 —
0 0 1 +
1 0 0
0 1 0 —
0 1 1 +
0 0 1 +
1 0 1 +
1 0 1 &
1 1 1 &
1 0 1 &
1 1 1 %

Tabelle 3.5.: Erweiterte Datenmenge 2.1 mit 3 Klassen (+,—, )

Die beschriebene Vorgehensweise wird nach dem ersten Pfad fiir die restlichen Pfade wiederholt. Fiir den zweiten Pfad
im Baum, beginnend beim neuen linkNode-Knoten (a, = 0 : 1|0), wird wieder zunéchst gepriift ob jeder Knoten von der
Regel abgedeckt wird (3. und 4. Schritt in Abbildung 3.2). Da der Pfad zum Wurzelknoten nur aus zwei Knoten besteht
und diese der Regel entsprechen, werden die “positive” und “negative“ Werte des linkNode zu den tp und fp der Regel
hinzugefiigt. Damit ist der aktuelle Stand der Regel, dass diese vier true positives und null false positives vorweist.

Zum Schluss wird der letzte Pfad im Baum iiberpriift. Dieser beginnt beim Knoten (a, = 0 : 0| 1) zu sehen im 5.Schritt
in Abbildung 3.1. Von dort wird wieder gepriift, ob jeder Knoten von der Regel abgedeckt wird. Zwar ist hier dies der
Fall aber es konnten nicht alle Konditionen der Regel verarbeitet werden. So konnte auf dem Pfad keine Aussage zur
benotigten Kondition a; = 1 in der Regel getétigt werden (6. Schritt in Abbildung 3.2). Das Problem kann gelost werden,
wenn beachtet wird, dass die Knoten im Baum nach einer speziellen Reihenfolge angeordnet wurden. Die Reihenfolge
besagt, dass die Knoten mit der Kondition a, = 0 nach einem Knoten mit der Kondition a; = 1 kommen. Da in diesem Pfad
kein Knoten mit der benétigten Kondition gefunden wurde, kann gefolgert werden, dass dieser im Pfad nicht existiert.
Da aber alle Pfade beginnend vom Wurzelknoten bis zu einem Blattknoten jedes Attribut genau einmal beinhalten, muss
fiir alle Knoten unterhalb des linkNode gelten, dass der Wert fiir das Attribut a; # 1 ist. In Abbildung 3.1 ist zu erkennen,
dass dies auch der Fall ist.

Nachdem alle Pfade im Baum bearbeitet wurden, stehen die tp und fp fiir die gegebene Regel fest. Zum Schluss miissen
nur noch die false negative (fn) und true negative (tn) bestimmt werden. Diese werden indirekt durch den Wurzelknoten
abgelesen.

fn =root.positive —rule.tp

tn = root.negative — rule.fp

Dabei steht root.positive und root.negative fiir die Werte im Wurzelknoten und rule.tp sowie rule.fp fiir die zuvor ermittel-
ten tp und fp der Regel. Fiir das gegebene Beipiel ist fn = 6 —4 = 2 und tn = 4— 0 = 4. Der gesamte zuvor beschriebene
Ablauf ist in Abbildung 3.2 dargestellt. Insgesamt ergibt sich die Konfusionsmatrix in Tabelle 3.4. Wird die Erstellung
und Traversierung des Baumes innerhalb der evaLuatreRuLE-Mehtode durchgefiihrt, ergibt sich das Problem, dass keine
Leistungssteigerung erreicht werden kann. Allein fiir die Erstellung des Baumes muss der Algorithmus zwei mal durch
die Datenmenge und anschliefend noch durch den Baum, um die Konfusionsmatrix zu bestimmen. Die von SeCo ver-
wendete Version hingegen muss nur einmal durch die Daten iterieren. Daher muss die Anzahl wie oft ein Baum erstellt
wird vermindert werden. Dabei stof3t man auf das Problem, dass der Baum den Regelkopf, also den Klassenwert, der
vorhergesagt werden soll, benétigt. Ohne diesen kann der Baum die Werte innerhalb des Knoten nicht richtig setzen. Ein
zwei Klassenproblem stellt da noch kein Problem dar, da die “positive” und “negative® Werte einfach vertauscht werden
konnen. Bei einem Mehrklassen-Problem muss hingegen jeder Fall einzeln betrachtet werden. Ein naiver Ansatz wire es
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(c) SD-Tree fiir die Klasse <

Abbildung 3.3.: SD-Trees zu allen mdglichen Klassenwerten in Datensatz 3.5 (ohne Header Table und Node-Links)

am Anfang fiir jeden Klassenwert im Datensatz einen eigenen Baum zu erstellen und diese passend zur jeweiligen Regel
in EVALUATERULE zu nutzen. Dazu betrachte man den erweiterten Datensatz 2.1 in Tabelle 3.5. Der Datensatz besteht aus
15 Instanzen und hat drei Klassenwerte (+,—, <>). Zur Erstellung der Baume wird eine Klasse als positiver Fall betrachtet
und die beiden restlichen als negativer Fall. Die daraus resultierenden SD-Trees sind in Abbildung 3.3 dargestellt. Zur
Vereinfachung wurden die Header Table sowie die Node-Links zwischen den Knoten weggelassen. Diese sind fiir alle drei
Baume identisch, da diese nur von der Struktur des Baumes abhingen. Somit ist der Aufbau fiir jeden Klassenwert gleich.
Die einzige Anderung sind die “positive” und “negative“ Werte in den Knoten.

3.2.1 Erweiterter SD-Tree

Aus dem Schluss des vorherigen Abschnitts ergibt sich eine Erweiterung, die die Anzahl der Erstellungen eines Baumes
innerhalb von sePARATEANDCONQUER weiter verringert. In den Knoten werden nicht die jeweiligen “positive” und “nega-
tive“ Werte gespeichert, sondern wie haufig die Konditionen (in Kombination mit den iiberliegenden Knoten) fiir den
jeweiligen Klassenwert auftreten. Aus diesem Schluss wird die Struktur des SD-Tree ein letztes Mal erweitert. Der Knoten
beinhaltet nun eine Tabelle fiir jeden Klassenwert und wie héufig dieser im jeweiligen Pfad vorkommt. In Abbildung 3.4
sind der SD-Tree und die erweiterte Fassung veranschaulicht. In Abbildung 3.4b steht item-name, wie auch zuvor, fiir eine
beliebige Kondition. Die Eintrage value; fiir einen konkreten Klassenwert. Fiir die genutzten Beispieldaten entspricht dies
+,— und <. Die Zuordnungen x, y und z zu den einzelnen Werten besagen wie héufig dieser Eintrag in diesem Knoten
vorkommt. Ein Knoten kann so beliebig viele Klassenwerte speichern. Abschliefend beinhaltet der Knoten ein weiteres
neues Feld sum. Dieses speichert wie haufig die Klassenwerte insgesamt in diesem Knoten vorkommen. Dies wird bereits
bei der Erstellung des Baumes festgestellt und verhindert so ein weiteres Durchgehen durch die Tabelle wiahrend der
Evaluation einer Regel.

Das Feld sum selbst ist dazu notwendig um die negative; Werte zu bestimmen. Fiir das Klassenattribut value; wird von
der Summe im Knoten der zugehorige x-Wert abgezogen. Fiir die restlichen Klassenwerte folgt dies analog.

negative; = sum— Xx, negative, = sum-—y, negative; = sum-—z,

Nachdem die abschliefende Erweiterung des SD-Tree eingefiihrt wurde, werden die Erstellung und Evaluation dieses
Baumes formal festgehalten. Die Erstellung des Baumes verlduft analog zu dem eines FP-Tree bzw. SD-Tree. Beim Hinzu-
fiigen eines Knoten wird lediglich zwischen allen Klassenwerten unterschieden, sowie die Summe aller Klassenwerte im
Knoten um eins erhoht.
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Abbildung 3.4.: Vergleich eines SD-Tree - Knotens zu der Erweiterung

Algorithm 4 Erweiterte Baumerstellung

procedure crREATETREE(transaction database D)
Scan database D once and collect F, the set of frequent conditions, and the occurence of each condition in D
Sort F in occurence-descending order as F List, the list of frequent conditions

1:

2

3

4

5: Create the empty root of the tree T

6 for each instance inst in D do

7 Select and sort all conditions in inst according to the order of FList

8 Let the sorted condition list in inst be [p|P], where p is the first element and P is the remaining list
9

10: N = root of the FP-Tree T

11: do

12: if N has a child node C and C.item-name == p.item-name then
13: incerement C’s count for the class value by 1

14: increment C’s sum by 1

15: else

16: create a new node C, with its counts for all class values initilized to 0
17: incerement C’s count for the class value by 1

18: initialize C’s sum with 1 and set its parent link to N,

19: link it to the nodes with the same item-name via node-link
20: N=C

21: remove the first element p from the list [p|P]

22: while P is nonempty

Algorithmus 4 erzeugt einen erweiterter SD-Tree, der nachfolgend zur Evaluierung einer Regel genutzt wird. In Zeile 2 - 5
werden die Konditionen und deren Auftreten in der Datenmenge gesammelt und gezahlt. Es ist zu beachten, dass anders
als bei der Erstellung des FP-Tree oder des SD-Tree alle Konditionen genutzt werden. Beginnend in Zeile 6 werden alle
Instanzen der Datenmenge erneut verarbeitet und als Pfad in den Baum eingefiigt. Die aufgetretenen Attribut-Wert-Paare
werden anhand der sortierten Liste FList angeordnet und in den Baum als Knoten in einem Pfad eingefiigt. In Zeile 12
- 19 wird gepriift, ob auf dem Pfad bereits ein Knoten mit dem jeweiligen Attribut-Wert-Paar existiert. Ist dies der Fall,
wird der Count in der Tabelle des Knotens mit dem Klassenwert der Instanz um eins erhéht. Weiter wird das Feld sum
inkrementiert. Ab Zeile 20 wird der bearbeitete Knoten zum neuen betrachteten Knoten und die entsprechende Kondition
wird aus der List der einzufiigenden Konditionen fiir den Pfad entfernt. Dies wird wiederholt bis die Liste leer ist.

Dies soll nun beispielhaft fiir die ersten beiden Instanzen im Datensatz 3.5 illustriert werden. Zunéchst wird gezahlt wie
héufig jedes Attribut-Wert-Paar vorkommt und in einer absteigend sortierten Liste gespeichert. Fiir das gegebene Beispiel
ergibt sich FList durch:

FlList=[(a3=1):11,(a; =0):8,(ay=0):7,(ay=1):7,(a; =1):6, (ag=0): 3]

Mit dieser Liste werden die einzelnen Instanzen als Pfade in den Baum eingefiigt. Der Vorgang wie einzelne Knoten
eingefiigt und verlinkt werden ist bereits in Algorithmus 2 vorgestellt worden und wird hier nicht weiter vertieft. In der
ersten Instanz sind die Konditionen [(a; = 0),(a, = 1), (a5 = 1)]. Nach FList ist die Reihenfolge fiir den Pfad gegeben
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durch [(a; = 1) — (a; = 0) — (a; = 1)]. Zum Zeitpunkt der ersten Instanz ist der Baum noch leer. Daher werden
die Knoten neu erstellt und die Eintrige fiir die neu hinzugekommenen Konditionen in die Header Table eingefiigt. Der
resultierende Baum nach dem die erste Instanz verarbeitet wurde ist in Abbildung 3.5a dargestellt. AnschlieBend werden
diese Schritte fiir die zweite Instanz wiederholt. In der zweiten Instanz sind die Konditionen [(a; = 0), (a; = 0), (a5 = 1)].
Nach FList ist die Reihenfolge des Pfades [(a; = 1) — (a; = 0) — (a, = 0)]. Beim Einfiigen werden die Zahler fiir die
jeweilige Klasse der Instanz in den Knoten jeweils um eins erhoht und neu hinzugefiigte Knoten mit der Header Table
verlinkt. Das Ergebnis ist in Abbildung 3.5b dargestellt. Wird dies fiir alle Instanzen im Baum wiederholt, entsteht der
dargestellte Baum in Abbildung 3.5c.

Der erstellte Baum soll in der Separate and Conquer Implementierung SeCo zur Regelevaluation genutzt werden. Wird eine
Regel zur Theorie aufgenommen, werden alle abgedeckten Beispiele aus der Datenmenge entfernt. Dementsprechend
miisste der Baum ebenfalls angepasst werden, um dem aktualisierten Datensatz zu entsprechen. Dazu konnte der Baum
auf der angepassten Datenmenge neu erstellt oder die Werte in den Knoten angepasst werden. Dabei gilt zu beachten,
dass ein neu erstellter Baum kompakter ist als ein Baum bei dem nur die Werte in den Knoten angepasst werden, da
u. a. Konditionen in der Datenmenge wegfallen konnten und damit auch ein kompletter Eintrag im Baum wegféllt. Ein
weiterer Punkt ist die Tatsache, dass die Knoten neu zusammengefasst werden und damit der Baum potenziell weniger
Knoten benétigt. Argumente fiir die Anpassung der Werte sind hingegen der geringere Aufwand. Zur Erstellung eines
neuen Baumes muss der komplette Datensatz erneut zweimal verarbeitet werden. Bei der Anpassung werden nur ein
Bruchteil der Pfade bearbeitet. Wie bereits zuvor angemerkt sollte zur Effizienzsteigerung die Erstellung des Baumes
vermindert werden. Daher wird nachfolgend ein Algorithmus vorgestellt, der die Werte im Baum effizient anpasst und so
die Moglichkeit bietet den Baum weiter effektiv zu verarbeiten.

Zur Anpassung der Datenmenge werden nur die Instanzen entfernt, die von einer Regel abgedeckt werden. Diese Instan-
zen wurden bei der Regelevaluierung bereits festgestellt. Daher kénnten die abgedeckten Pfade bei der Regelevaluierung
gespeichert und so spéter direkt herausgesucht und verdndert werden. Zur Speicherung des kompletten Pfades reicht
dabei ein Vermerk auf den tiefsten betrachteten Knoten aus. Alle Knoten oberhalb des gespeicherten Knotens liegen auto-
matisch auf dem Pfad. Dabei wurde aber noch nicht beachtet, dass die herausgesuchten Pfade bei einer Regelevaluierung
nicht immer einem kompletten Pfad vom Wurzelknoten bis zu einem Blattknoten entsprechen. Bei der Evaluation einer
Regel mit weniger Konditionen als es Attribute gibt, konnten potenziell nur Knoten verarbeitet werden, die sehr weit
oben im Baum vertreten sind.

Betrachtet man Datensatz 3.5 mit dem vollstindigen Baum in Abbildung 3.5c sowie der Regel a; = 0 = a, = +, werden
nach dem zuvor vorgestellten Verfahren zur Regelevaluierung nur zwei Pfade bearbeitet:

[(=0):+=5-(a3=1):+=6] und [(a=0):+=0]

Die Knoten unterhalb von a; werden bei der Regelevaluierung ignoriert und miissen bei der Anpassung der Knotenwerte
gesondert behandelt werden. Hierbei nutzen wir die zuvor festgestellten Eigenschaften des Baumes. Die Knotenwerte sind
die Summe der Blattknotenwerte. Alle Knoten unterhalb des gespeicherten Knoten werden daher ebenfalls automatisch
abgedeckt. Diese konnten daher mit dem gespeichert Knoten selbst komplett geloscht werden. Diese Schlussfolgerung
gilt weder fiir einen normalen SD-Tree noch fiir den FP-Tree. Die Loschung der Knoten wiirde aber zu einem weiteren
Problem fiihren. Die Node-Links miissten dann ebenfalls angepasst werden. Daher werden nur die Werte auf O gesetzt
und so vermerkt, dass der Knoten nicht mehr genutzt wird und bei der néchsten Regelevaluierung tibersprungen werden
kann. Die formal festgehaltene Vorgehensweise ist dabei in Algorithmus 5 festgehalten.

Algorithm 5 Baumanpassung

procedure ApJusTTREE(tree t, rule r, nodeList covered)
if r has no conditions then
remove all nodes from the tree;
return ;

for each baseNode in covered do
reset all values in the nodes below baseNode (all counts to 0);
climb the path upwards and subtract the corresponding baseNode values from the node;

1:
2
3
4
5:
6
7
8
9 reset baseNode;

In Zeile 1 - 3 wird der Fall abgefangen, wenn eine Regel keine Bedingungen hat und somit alle Instanzen von der Regel
abgedeckt werden. Daher wird ein komplett neuer Baum ohne Knoten erstellt, was fiir die Entfernung aller Instanzen
steht. In Zeile 6 - 9 werden einerseits alle Knoten unterhalb des gespeicherten Knotens zuriickgesetzt, andererseits werden
die abgedeckten Instanzen aus den oberen Pfadknoten entfernt. Dazu werden die Zahler der jeweiligen Klassen im Knoten
durch die Werte im gespeicherten Knoten verringert. Fiir das zuvor genutzte Beispiel wiirden fiir den ersten Pfad die Kind-
Knoten zuriickgesetzt und fiir den einzigen Pfadknoten oberhalb wiirde folgen, dass fiir die Klasse “+“=6—5 =1 der

25



|

e root N root
o +=2
'z =0
_ ¢=0
©=0 sum =2
— az; =2
-
_ - a3=1 FF------------~ > —=0
a=1 FF------------= > —=0
¢=0 0=0
sum =2
sum =
a4, =0 i a; =0 S
. a,=0 Tl a; =0
‘\‘\\‘ +=1 \\‘*> +=2
= a, =1 —=0
a=1 —=0 : =0
T~ sfm=:0 RN um =2
S S~ s N s
Sl =1 S~ a, =1 a, =0
ol foa N Sal =1 +=1
_—o AN —-=0 -=0
=0 AN $=0 $=0
sum=1 RS \sum = IJ A\ sum = 1
= ~ .
(@) 1.Instanz wurde eingefiigt (b) 2.Instanz wurde eingefiigt
;=1 |
a; =0 [
a,=0 |
a=1 [
aq=1 |
a;=0 |
() Baum nachdem alle Instanzen eingefiigt wurden
Abbildung 3.5.: Die Bdume nach den ersten zwei Schritte sowie der fertige Baum in (c)
neue Wert ist und fiir die Klasse “—“ = 1—1 = 0. Die Klasse “{>* bleibt im Pfadknoten unverdndert. AbschlieRend werden

noch die Werte im Wurzelknoten angepasst, damit dieser weiterhin die Gesamtverteilung in Baum speichert. Fiir den
zweiten Pfad werden alle Knoten nur zuriickgesetzt, da es bereits der oberste Knoten ist. Der daraus resultierende Baum
ist in Abbildung 3.6 zu sehen. Die Header Table sowie die Node-Links wurden dabei zur Ubersicht weggelassen, da sich
diese nicht &ndern.
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Abbildung 3.6.: Der angepasste Baum fiir die Regela; =0=>a, =+

3.2.2 Evaluierung mit einem erweiterten SD-Tree

Nachdem alle Besonderheiten des vorliegenden Problems besprochen, die Struktur erweitert und die Baumanpassung
vorgestellt wurde, wird nachfolgend die zuvor vorgestellte Vorgehensweise zur Evaluierung einer Regel auf dem SD-Tree
auf die erweiterte Fassung angepasst und formal in Algorithmus 6 festgehalten. Dieser geht dabei von der erweiterten
Variante des SD-Tree aus und speichert direkt die abgedeckten Knoten ab, damit diese zur Baumanpassung genutzt
werden kdnnen.

Algorithm 6 Regelevaluierung durch den erweiterten SD-Tree

1: procedure EvaLRULE(tree t, rule r)
2 p=0;n=0;
3 if r has no conditions then
4 return p and n from the root node;
5:
6 condition = least frequent rule condition based on the sorted list FList;
7 node = get node from the header table based on condition;
8 while node != null do
9: if node is used (sum > 0) traverse upwards and check whether every parent node is covered by the rule
10: if covered and used then
11: incerement p by the count in the node for the rule head condition;
12: incerement n by the subtraction of sum and the count for the rule head condition;
13: add node to the covered base nodes of rule r
14: node = next node from the node-link reference;
15: true positive = p; false positive = n;
16: false negative = root.pos(rule head condition) - p;
17: true negative = root.sum - root.pos(rule head condition) - n;

18: return HEURISTIC(tD, fp, fn, tn);

Die Variablen p und n stehen fiir die positiven und negativen Abdeckungen der Regel und werden am Anfang mit O
initialisiert. In den Zeilen 3 - 4 wird der Fall einer leeren Regel abgefangen. Hat eine Regel keine Konditionen, muss
der Baum nicht traversiert werden, da alle Instanzen abgedeckt werden. Hat eine Regel mindestens eine Kondition,
miissen alle Instanzen und damit Pfade des Baumes ermittelt werden, die durch die Regel abgedeckt werden. Dazu
wird die Kondition der Regel ermittelt, die am tiefsten im Baum auftritt. Dies geschieht auf Basis der Liste FList, die
die Reihenfolge der Konditionen bei der Erstellung des Baumes gespeichert hat. AnschlieBend werden alle Knoten, die
diese Kondition beinhalten mit Hilfe der Header Table und den Node-Links in den Knoten herausgesucht. Handelt es
sich bereits um einen angepassten Baum, wird mit der Abfrage, dass das Feld sum > 0 ist abgedeckt, dass nicht mehr
verwendete Knoten iibersprungen werden. In Zeile 10 - 13 werden anschlieBend wie Werte der Kondition im Regelkopf
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dem Knoten entnommen und auf die bisherige Summe von p addiert. Fiir das Feld n wird der negative-Wert, wie in
Abschnitt 3.2.1 gezeigt, ermittelt und anschlie@end ebenfalls zur Variable n addiert. Da zudem der Pfad von der Regel
abgedeckt wird, wird der tiefste Knoten des besuchten Pfades fiir die Regel gespeichert, damit dieser, wenn die Regel
zur Theorie aufgenommen wird, bei der Anpassung des Baumes verwendet werden kann. Abschlielend werden in den
Zeilen 15 - 18 die benotigen tp, fp, fn, tn berechnet und innerhalb der Heuristik verwendet.

Eine Veranschaulichung anhand eines Beispieles wird hier ausgelassen, da die Vorgehensweise und ein Beispiel bereits in
Abschnitt 3.2 vorgestellt wurden. Die einzigen Anderungen zum vorherigen Vorgehen sind:

* Das Feld sum wird auf sum > 0 {iberpriift, damit nicht mehr verwendete Knoten {ibersprungen werden.
* Jeder abgedeckte Pfad wird als solcher (indirekt) fiir jede Regel gespeichert.

* Die “positive” und “negative“ Werte sind in einem erweiterten SD-Tree gegeben durch:
— positive = Knoteneintrag in der Tabelle zum Klassenwert des Regelkopfes

— negative = sum — positive

3.3 Uberischt zur SeCo-Vorgehensweise mit einem erweiterten SD-Tree

Algorithm 7 Angepasster Separate and Conquer - Algorithmus von [7, S.10]

1: procedure SEPARATEANDCONQUERTREE (Examples)

2 Theory = {)

3 Tree = cREATETREE(Examples)

4 while posiTive(Examples) # @) do

5: Rule = rINDBESTRULETREE (Examples, Tree)

6 Covered = cover(Rule, Examples)

7 if RULESTOPPINGCRITERION(Theory, Rule, Examples) then
8 exit while loop

9: Examples = Examples \ Covered

10: Tree = ADJUSTTREE(Rule)

11: Theory = Theory U Rule
12: Theory = posTProcEss(Theory)
13: return Theory

1: procedure FINDBESTRULETREE(Examples, Tree)

2: InitRule = NITIALIZERULE(Examples)

3 InitVal = evaLUATERULETREE (InitRule, Tree)

4: BestRule = <InitVal, InitRule>

5: Rules = {BestRule}

6 while Rules # ( do

7 Candidates = seLECTCANDIDATES (Rules, Examples)
8 Rules = Rules \ Candidates

9 for each Candidate € Candidates do

10: Refinements = ReFINERULE(Candidate, Examples)

11: for each Refinement € Refinements do

12: Evaluation = evALUATERULETREE(Refinements, Tree)
13: unless sTorPINGCRITERION (Refinements, Examples)
14: NewRule = <Evaluation, Refinement>

15: Rule = iNsErRTSORT(NewRule, Rules)

16: if NewRule > BestRule

17: BestRule = NewRule

18: Rules = riLTERRULES (Rules, Examples)

19: return BestRule

Wie bereits beschrieben, soll der erweiterte Ansatz einer Regelevaluierung anhand eines Baumes auf der Separate and
Conquer - Implementierung SeCo getestet werden. In Algorithmus 7 sind die Zeilen 3,5 und 10 in sePARATEANDCONQUER-
TRrEE sowie 3 und 12 in FINDBESTRULETREE hervorgehoben, da diese die einzigen Anderungen im Vergleich zum originalen
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Ansatz beinhalten. In sePARATEANDCONQUERTREE Zeile 3 wird der Baum wie in Algorithmus 4 beschrieben erstellt und in
Zeile 10 wie in Algorithmus 5 beschrieben angepasst. Die Funktion FINDBESTRULETREE nutzt neben der Datenmenge zu-
sétzlich einen erweiterten SD-Tree. Dieser kann in den Zeilen 3 und 12, wie in Algorithmus 6 beschrieben, zur Evaluation
einer Regel verwendet werden.

Es ist anzumerken, dass die SeCo-Implementierung nicht mehr vollstindig dem gezeigten Ansatz in Algorithmus 1 ent-
spricht und daher auch minimale Anderungen in der konkreten Implementierung aufzufinden sind. Diese beeinflussen
aber weder den vorgestellten Ansatz noch die Vorgehensweisen zur Erstellung eines Baumes sowie dessen Nutzung. Im
Anhang ist eine konkrete Implementierung in Java innerhalb des SeCo-Frameworks zu finden.

3.4 Zusammenfassung

In diesem Kapitel wurde zunichst vorgestellt wie die originale Version von SeCo eine Regel evaluiert. Dazu geht die
entsprechende Methode jedes Mal durch den Datensatz und sammelt so die Werte einer Konfusionmatrix. Diese beinhaltet
die true positives, false positives, false negatives und true negatives einer Regel. Damit die Regeln anschlie3end miteinander
verglichen werden konnen, wird eine Heuristik wie Precision angewendet.

Darauffolgend wird der Ansatz anhand eines SD-Trees vorgestellt. Da die Urversion auf SeCo dazu fithren wiirde, dass
keine Effizienzsteigerung erreicht werden kann, wird dieser so erweitert, dass die Erstellung des Baumes so selten wie
moglich notwendig ist. Dazu wird in jedem Knoten statt der positiven und negativen Werte eines einzigen Klassenwerten,
das Auftreten eines jeden Klassenwertes gespeichert. Zudem wurde gezeigt, dass dies moglich ist, da die Struktur des
Baumes unabhingig vom Klassenwert selbst ist.

Des Weiteren wurde der Fall besprochen, dass die betrachtete Datenmenge wahrend der Erstellung der Regelmenge
kleiner wird und dies innerhalb des Baumes wiedergegeben werden muss. Dazu wurde Algorithmus 5 konzipiert und
vorgestellt.

Abschliefend wurde die Evaluation einer Regel anhand eines Baumes formal in Algorithmus 6 festgehalten und in Ab-
schnitt 3.3 aufgezeigt wie die angepasste Version von Separate and Conquer den Baum nutzt.
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4 Evaluation

In diesem Kapitel wird ein Vergleich zwischen der originalen Version von SeCo und der baumnutzenden Version durch-
gefiihrt. Der Vergleich beschrankt sich dabei auf Zeitmessungen anhand von neun Datensitzen. Die Datensdtzen haben
dabei verschiedene GrofRen sowie Eigenschaften. Zunichst werden die Datensétze eingefiihrt. Anschliefend wird ein Ver-
gleich der Gesamtzeit durchgefiihrt. Die dabei auffallenden Besonderheiten werden abschlieRend weiter untersucht. Es
wird festgehalten inwieweit Dateneigenschaften dazu fithren kénnen, dass die Evaluation anhand des Baumes langsamer
wird als die redundante Traversierung der Daten in der originalen Version von SeCo.

4.1 Datensatze

Beim Vergleich der Geschwindigkeiten zwischen den beiden Ansétzen zur Regelevaluation werden Datensétze mit
450 — 10000 Instanzen genutzt. Diese haben eine unterschiedliche Anzahl an Attributen, welche aber alle nominal
sind. Datensétze, die nicht nominale (numerische) Attribute besitzen, wurden mit Hilfe von Weka zuvor diskretisiert.
In Tabelle 4.1 ist eine Ubersicht aller genutzter Datensétze zu sehen. Diese bietet einen Uberblick iiber die Anzahl der
Instanzen, die Anzahl der Attribute in einer Instanz, ob der Datensatz zur Evaluation diskretisiert wurde sowie eine
Ubersicht iiber die Regelanzahl und die durchschnittliche Regelldnge, die durch einen TopDown-Refiner und der Heu-
ristik Precision erstellt wurden. In den nachfolgenden Geschwindigkeitsanalysen wurden die Regeln stets mit einem
TopDown-Refiner sowie der Heurisitik Precision erstellt. Wurden die Messungen mit anderen Verfahren oder Heuristiken
durchgefiihrt wird dies explizit erwédhnt.

Arrhythmia Soybean Tic-Tac-Toe Car Kr Vs. Kp Waveform Artificial Mushroom Waveform
5000 10000
Instanzen 452 683 958 1728 3196 5000 5109 8124 10000
Attribute 280 36 10 7 37 41 8 23 41
Diskretisiert X X X X
Regeln 128 69 24 161 50 688 259 11 690
& Regellinge 1.46 2.43 3.75 5.00 3.34 3.28 3.22 1.18 2.97

Tabelle 4.1.: Datenibersicht und Lernergebnisse

Durch Betrachtung der Dateneigenschaften in Tabelle 4.1 sollte direkt auffallen, dass Datensatz Arrhythmia mit 280
Attributen absolut und relativ gesehen die meisten Attribute aufweist. Das Gegenteil dazu ist der Datensatz Artificial,
welcher relativ gesehen, auf jede Instanz, die wenigsten Attribute hat. Wie sich dies auf die Zeiten auswirkt kann, wird
nachfolgend weiter untersucht.

4.2 Geschwindigkeitsanalyse

In Abbildung 4.1 sind die benétigten Gesamtzeiten zur Erstellung einer Theorie / Regelmenge dargestellt. In der Tabelle
darunter sind die einzelnen Werte nochmal explizit vermerkt. Man beachte, dass zur Ubersichtlichkeit eine logarithmische
Skalierung gewahlt wurde. Im Diagramm ist zu sehen, dass fiir die Datenséatze Arrhythmia, Soybean, Tic-Tac-Toe, Car sowie
Kr Vs. Kp keine wirkliche Geschwindigkeitsverbesserung erreicht werden kann. Fiir die Datensétze Arrhythmia, Soybean,
Tic-Tac-Toe und Kr Vs. Kp ist die SeCo-Variante, die den Baum nutzt, sogar langsamer. Ab Datensatz Waveform 5000 ist die
SeCo-Variante, die den Baum nutzt, konsistent schneller.

Ein wichtiger Punkt, der zunichst beachtet werden muss, ist die Tatsache, dass das SeCo-Framework nicht komplett auf
den Baum umgestellt wurde. SeCo nutzt weiterhin den Datensatz und veréndert diesen entsprechend. Der Baum wird
wie bereits in den vorherigen Kapiteln erwédhnt nur in der Methode evaruaTeRULE genutzt. Dadurch werden bestimmte
Operationen mehrfach durchgefiihrt. So miissen die abgedeckten Instanzen sowohl aus der Datenmenge als auch aus
dem Baum entfernt werden. Zudem kommen neben den restlichen Operationen in SeCo die Erstellung sowie Anpassung
des Baumes nur zusétzlich hinzu. Es werden, bis auf evaLuareRULE, keine Operationen ersetzt.

Beim Zeitvergleich in Abbildung 4.1 fallt auf, dass bei kleineren Datensitzen, in diesem Kontext < 5000 Instanzen, die
Baumvariante nicht mehr zuverléssig schneller ist als ein normales Durchgehen durch den Datensatz. Mogliche Griinde
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Abbildung 4.1.: Bené&tigte Gesamtzeit in Sekunden (logarithmisch)

dafiir konnte der zusétzliche Aufwand zur Erstellung und Anpassung des Baumes sein. Eine andere Moglichkeit kdnnte
ein geringerer bzw. nicht vorhandener Geschwindigkeitsvorteil bei der Evaluation einer Regel sein. Fiir die Datensétze
Arrhythmia und Soybean braucht die Baumvariante mehr als das vierfache der Zeit der originalen SeCo-Version. Ein
weiterer Punkt, der dabei auffillt, ist die Anzahl der Attribute in den Datensétzen. Die Datensétze Tic-Tac-Toe bis Kr Vs.
Kp sind zwar unterschiedlich grof3 aber der Zeitunterschied zwischen den beiden SeCo-Varianten ist minimal. Selbst bei
Tic-Tac-Toe, welches nur minimal grofer ist, ist kaum ein Zeitunterschied zu beobachten.

Ein weiterer Aspekt, der die Evaluation zu beeinflussen scheint, ist die Attributanzahl. In Tabelle 4.1 ist zu sehen, dass
die Datenséitze Arrhythmia und Soybean, auf die Anzahl der Instanzen betrachtet, sehr viele Attribute haben. Hat jedes
Attribut nur zwei verschiedene Werte miissten allein schon bei Arrhythmia fiir jede Instanz ein eigener Pfad erzeugt
werden. Dementsprechend wird nur wenig bis gar nichts zusammengefasst, was einen elementaren Vorteil des Baumes
eliminiert und damit dazu fiihrt, dass bei der Regelevaluation mehr Knoten bearbeitet werden miissen. Wie wichtig
diese Eigenschaft der Komprimierung und damit die Anzahl der Attribute ist, sieht man in der bendtigten Gesamtzeit
der Datensdtze Waveform 5000 sowie Waveform 10000. Obwohl Datensatz Waveform 10000 das Doppelte an Instanzen
aufweist, ist die Erstellung der Regelmenge in der baumnutzenden SeCo-Variante schneller, als bei Waveform 5000. Eine
mogliche Erklarung ist die Tatsache, dass zwar mehr Instanzen vorhanden sind, die Anzahl der Attribute aber gleich
bleibt. Daraus folgen mehr dhnliche bis identische Instanzen. Da im Baum nach Haufigkeit sortiert wird, konnen die
ofter auftretenden Attribut-Wert-Paare klarer und somit besser zusammengefasst werden. Dies fiihrt, relativ gesehen,
zu weniger Knoten, die wihrend der Regelevaluation verarbeitet werden miissen. Dies ist aber nur ein Indiz fiir die
Wichtigkeit der Komprimierung und erklart noch nicht wieso die benétigte Gesamtzeit nicht nur konstant bleibt sondern
sogar weniger wird.

Zusammengefasst ergeben sich folgende Punkte, die weiter untersucht werden:

1. Geschwindigkeitsvorteil der baumnutzenden SeCo-Variante in EVALUATERULE.
2. Aufwand zur Erstellung und Anpassung des Baumes und wie sich dies auf die Gesamtzeit auswirkt.

3. Auswirkung der Dateneigenschaften (#Attribut und #Instanzen) auf den Baum.

4.2.1 Geschwindigkeitsvergleich bei EVALUATERULE

In Abbildung 4.2 ist eine Ubersicht zur Evaluationszeit verschiedener Regeln in der baumnutzenden SeCo Variante auf-
gefiihrt. Die dafiir genutzten Regeln wurden zuféllig erzeugt und waren nach keinem Muster, wie bei der Erstellung
einer Regelmenge in SeCo. Die erzeugten Regeln haben dabei maximal 10 Konditionen. Bei 0 Konditionen besitzt die
Regel nur einen Regelkopf und keine Bedingungen. Die Datensétze Tic-Tac-Toe, Car und Artificial haben jeweils nur 10, 7
und 8 Attribute (inklusive des Klassenattributes). Daher wurden fiir diese Datensédtze nur Regeln mit jeweils 9, 6 und 7
Konditionen erstellt und evaluiert. Weiter ist zu entnehmen, dass fiir den Datensatz Kr Vs. Kp die Evaluation einer Regel
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Abbildung 4.3.: Anzahl der Pfade zwischen Kr Vs. Kp und Waveform 5000 zur jeweiligen Tiefe des Baumes

mit steigender Konditionszahl am ldngsten dauert und die Evaluation bei Datensatz Waveform 10000 immer schneller
ist, als der korrespondierende Datensatz Waveform 5000, der aber nur die Hélfte der Instanzen aufweist.

Fiir Regeln mit mindestens 2 Konditionen ist ein lineares Wachstum zu beobachten. Desto mehr Konditionen eine Regel
hat, desto mehr Zeit wird zur Evaluation einer Regel benétigt. Dies ergibt Sinn, wenn man das Verfahren zur Evaluation
einer Regel betrachtet. Zur Evaluation miissen die Pfade von unten nach oben verarbeitet werden. Desto lédnger eine
Regel ist, desto mehr Konditionen miissen auf dem Pfad verarbeitet werden. Des Weiteren ist bei einer langeren Regel die
Wabhrscheinlichkeit hoher, dass zur Evaluation der Pfad von ganz unten und damit komplett verarbeitet werden muss.

Fiir Regeln mit nur einer Kondition benétigt das Verfahren kaum mehr Zeit, als fiir Regeln ohne Bedingungen. Dies kann
dadurch erklart werden, dass die entsprechenden Konditionen in Regelkorper durch die Header Table direkt referenziert
werden kénnen. Dadurch miissen, je nachdem wie hiufig die Kondition im Datensatz vorkommen, nur wenige Knoten
insgesamt bearbeitet werden und nicht ein gesamter Pfad.

Eine weitere Beobachtung ist, dass die benétigte Zeit nicht direkt von der Anzahl der Instanzen abzuhéingen scheint.
Zur Evaluation von Regeln im Datensatz Kr Vs. Kp wird mehr Zeit benotigt als bei Datensatz Waveform 5000, welches
mehr Instanzen aufweist aber die relative Anzahl von Attributen dhnlich ist. Aullerdem hat ein Attribut bei K. Vs. Kp im
Schnitt zwei mogliche Werte. Attribute in Datensatz Waveform 5000 haben hingegen mindestens drei mogliche Werte.
Daher kann auch ausgeschlossen werden, dass durch eine geringere Anzahl an Konditionen ein kompakterer Baum
generiert wird. Eine mogliche Erklarung fiir den Zeitunterschied ist hingegen die Verteilung der Werte innerhalb der
Attribute. Es konnten viele Pfade entstehen, die schlecht zusammengefasst werden. Diese Annahme wird, wenn man die
benotigte Zeit fiir kleinere Regeln (< 3 Konditionen) betrachtet, verstérkt. Die benoétigte Zeit ist dort fiir beide Datenséatze
sehr dhnlich. Wie bereits festgestellt ist die Wahrscheinlichkeit dafiir, dass der komplette Pfad verarbeitet werden muss,
fiir lingere Regeln hoher.

In Abbildung 4.3 ist fiir die Datensétze Kr Vs. Kp und Waveform 5000 die Anzahl der Pfade zu einer gegebenen Tiefe
dargestellt. Die Datensétze haben ohne das Klassenattribut jeweils 36 bzw. 40 Attribute. Die Tiefe des Baumes ist durch
die Anzahl der Attribute beschrénkt und endet bei Kr Vs. Kp bereits bei einer Tiefe von 36. Die Anzahl der Pfade steigt
bei Kr Vs. Kp direkt stetig an. Bei Waveform 5000 hingegen, ist bis zu einer Tiefe von 21 nur ein einziger Pfad vorhanden.
Ab einer Tiefe von 22 beginnt auch der Baum fiir Waveform 5000 in die Breite zu wachsen und hat bereits ab einer Tiefe
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Abbildung 4.4.: Geschwindigkeitsvergleich einer Regelevaluation zwischen der originalen und baumnutzenden Variante

von 25 genauso viele Pfade wie der Baum fiir Kr Vs. Kp, bei gleicher Tiefe. Die Bdume erreichen eine Maximalbreite mit
jeweils 5000 bzw. 3196 Pfaden.

Aus dem Verlauf kann somit entnommen werden, dass Waveform 5000 aufgrund der Verteilung der Daten stirker zusam-
mengefasst werden konnte. Erst nachdem mehr als die Halfte der moglichen Attribute bei Waveform 5000 verarbeitet
wurde, haben beide Baume die gleiche Breite (Anzahl der Pfade). Es verwundert auch nicht, dass der Baum zu Waveform
5000 mehr Pfade hat, da der zugrundeliegende Datensatz zum einen mehr Instanzen, als auch mehr Attribute insgesamt
aufweist. Weiter kann aus der Maximalbreite gefolgert werden, dass jede Instanz im Datensatz einzigartig ist, da es fiir
jede Instanz ein eigenen kompletten Pfad gibt.

Zudem kann aus Abbildung 4.3 entnommen werden wie wichtig eine Threshold & fiir die Effizienz der Baumtraversie-
rung ist. Dadurch wiirde nur ein Bruchteil der Pfade entstehen und es ergebe sich ein relativ schmaler Baum. Bei den
verwendeten Bdumen in Abbildung 4.3 konnten so, fiir einen Baum mit einer Tiefe von 25, ein Baum mit nur in etwa
1300 Pfaden entstehen. Dies wiirde jeweils etwa einem drittel bzw. etwa einem fiinftel des urspriinglichen Datensatzes
entsprechen.

4.2.2 Vergleich einer einzelnen Regelevaluation

In Abbildung 4.4 sind exemplarisch vier Datensétze gezeigt, bei denen Regeln einer bestimmten Lange auf beiden Vari-
anten evaluiert wurden. Zu sehen ist dabei, dass fiir alle Visualisierungen die Evaluation einer Regel in der originalen
SeCo-Variante in etwa konstant bleibt. Beim Baum hingegen steigt die benoétigte Zeit linear an. Einzig bei Artificial ist die
Evaluation anhand des Baumes immer schneller als auf der originalen Version. Eine weitere Beobachtung ist, dass die
Zeit erst fiir Regeln mit mindestens zwei Konditionen stark ansteigt.

Fiihrt man sich erneut die Vorgehensweise zur Evaluation einer Regel im Baum vor Augen, ergeben die Messungen
Sinn. Fiir Regeln mit keiner oder nur einer Kondition, kénnen direkt die betroffenen Knoten referenziert und bearbeitet
werden. Es ist nicht notwendig den Baum von unten nach oben abzuarbeiten, da bereits der eine Knoten auf dem Pfad
alle Konditionen der Regel abdeckt. Fiir Regeln mit mindestens zwei Konditionen hingegen, miissen auch die dariiber
liegenden Knoten evaluiert werden, um festzustellen ob der Pfad von der Regel abgedeckt wird. Dabei ist aber nicht
sichergestellt, dass die Konditionen in der Regel im Baum nah beieinander liegen. Es kann so durchaus vorkommen, dass
eine Regel aus Konditionen besteht, bei der sich eine Kondition sehr tief im Baum und die Andere sehr nah an der Wurzel
befindet. So miisste zur Evaluation trotzdem fast der gesamte Pfad verarbeitet werden. Dies widerspricht aber auch nicht
den vorherigen Interpretationen der Messungen. Zu Abbildung 4.2 wurde festgestellt, dass kiirzere Regeln dazu fiihren,
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dass weniger vom Pfad verarbeitet werden muss. Die Wahrscheinlichkeit zur Evaluation einer Regel weiter oben im Baum
zu beginnen, ist bei weniger Konditionen sehr viel héher, als bei einer Regel mit mehr Konditionen. Dadurch ergeben sich
zwangsweise kiirzere Pfade, die evaluiert werden miissen und damit geringere Evaluationszeiten. Abschlie3end kann aus
Abbildung 4.4 entnommen werden, dass bei der originalen SeCo-Variante die Evaluation einer Regel unabhéngig von der
Regelldnge ist, da diese in etwa konstant bleibt. Diese Schlussfolgerung ergibt Sinn, da unabhéngig von der Regelldnge
immer der komplette Datensatz verarbeitet werden muss.

Es ist noch nicht geklart warum die Evaluation iiber den Baum bei langeren Regeln langsamer ist, statt {iber den Datensatz
zu iterieren. Dazu muss sich vor Augen gefiihrt werden, dass die Verarbeitung {iber den Datensatz um einiges einfacher
gehalten ist. Zur Evaluation anhand des Baumes miissen die Konditionen in den Regeln jedes mal sortiert werden. Je
langer eine Regel ist, desto mehr Aufwand bereitet dieser Schritt. Wiirden die Konditionen bereits bei der Erstellung in
der richtigen Reihenfolge eingefiigt werden, kdnnten die zusitzlichen Kosten einer Sortierung vermieden werden. Dabei
ist aber zu beachten, dass sich jeder RuleRefiner in SeCo dynamisch an die Reihenfolge des Baumes anpassen miisste. Des
Weiteren wiirde darunter die Lesbarkeit der Regeln leiden. Diese miissten am Ende wieder in die urspriingliche Reihen-
folge umgestellt werden. Ein weiterer Punkt ist die Bearbeitung der Knoten. Eine Instanz im Datensatz zu verarbeiten,
ist schneller und einfacher als einen Pfad im Baum. Die Konditionen in der Regel greifen direkt auf die entsprechenden
Attribute im Datensatz der jeweiligen Instanz zu. Fiir den Baum kann nicht gesagt werden wo sich die Attribute befinden.
Dies fithrt dazu, dass auch Knoten mit anderen Konditionen evaluiert werden miissen. Dieses Merkmal ist ein Indiz zur
Ursache des Problems. Damit das Verfahren anhand des Baumes schneller ist, miissen die Instanzen zusammengefasst
werden. Kénnen die Instanzen nur schlecht bis gar nicht zu einem einzigen Pfad zusammengefasst werden, ergibt sich
das Problem, dass genauso viele Pfade im Baum existieren wie es Instanzen gibt. Das wiirde dazu fiihren, dass nicht
nur mehr Attribute fiir einen einzelnen Pfad / Instanz gepriift werden miissen, sondern die maximal mdgliche Anzahl
aller in Frage kommender Pfade entsteht und diese gepriift werden miissen. Wiirde der Baum ab einer gewissen Tiefe
abgeschnitten werden, konnten diese Fille umgangen werden. Dies wiirde dazu fiihren, dass die erstellten Regelmengen
nicht mehr mit den Ergebnissen der urspriinglichen Version von SeCo {ibereinstimmen.

4.3 Baumeigenschaften

Neben der Anzahl der Pfade soll nachfolgend auch die Anzahl der Knoten im Baum untersucht werden. Diese Eigen-
schaften konnen eine Aussage dariiber treffen wie stark ein Datensatz komprimiert wird. Baumeigenschaften, welche die
Geschwindigkeit der Evaluation essentiell zu beeinflussen scheinen.

1. Pfadanzahl: Damit ist die Anzahl der Pfade gemeint, die vom Wurzelknoten bis zum Blattknoten gehen. Ein
solcher (vollstindiger) Pfad steht mindestens fiir eine Instanz. Ist im Blattknoten, des jeweiligen Pfades, das Feld
sum =1, ist diese Instanz, die durch den Pfad dargestellt wird, einzigartig.

2. Knotenanzahl: Ein weiteres Ma® zur Kompaktheit. Jede Datensatz hat eine bestimmte Anzahl an Konditionen.
Da in den Knoten die Konditionen gespeichert und zusammengefasst werden, ist dies wichtig wie héufig zur
Evaluation zwischen den Knoten gesprungen werden muss. Die Anzahl der Konditionen eines Datensatzes wird
nachfolgend mit #Konditionen = #Instanzen - #Attribute bestimmt.
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Abbildung 4.5.: Baumkompression: Instanzen Vs. Pfadanzahl
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Abbildung 4.6.: Baumkompression: Eintrdge im Datensatz Vs. Knotenanzahl

In Abbildung 4.5 ist die Anzahl der Pfade im Baum dargestellt. Diese werden mit der Anzahl der Instanzen, des jeweiligen
Datensatzes, verglichen. Es ist zu sehen, dass fiir die Datensitze Arrhythmia, Soybean, Artificial, Mushroom und Waveform
10000 die Anzahl der Pfade geringer ist, als die Anzahl der Instanzen im Datensatz. Bei den restlichen Datenséitzen
entspricht die Anzahl der Pfade der Anzahl der Instanzen.

Daraus kann gefolgert werden, dass in den Datensitzen, zu denen Bidume mit weniger Pfaden erzeugt wurden, die
Instanzen nicht einzigartig sind und somit mehrfach vorkommen. Wie bereits erldutert, konnen nur dann weniger (voll-
stindige) Pfade entstehen, als es Instanzen im Datensatz gibt. Zudem kann ebenso gefolgert werden, dass jede Instanz
in den Datensétzen Tic-Tac-Toe, Car, Kr Vs. Kp und Waveform 5000 einzigartig ist. Werden die Zeiten zur Evaluation einer
Regel sowie die Gesamtzeiten zur Erstellung einer Regelmenge hinzugezogen, ergibt sich das Bild, dass die Evaluation
anhand des Baumes nur Sinnvoll ist, wenn der Baum weniger Pfade hat als es Instanzen gibt. Vereinfacht gesagt miissen
dazu im Datensatz identische Instanzen vorkommen. Diese werden dann im Baum zu einem einzigen Pfad zusammen-
gefasst. So kann aus Abbildung 4.5 weiter entnommen werden, dass Datensatz Waveform 10000 zwar im Vergleich zu
Waveform 5000 das Doppelte an Instanzen aufweist, aber im Endeffekt alle Instanzen gleich sind und keine neuen ein-
zigartigen hinzukommen. Daher kann der Datensatz genauso auf 5000 Pfade zusammengefasst werden. Kombiniert man
nun dieses Wissen mit der Tatsache, dass Regeln zu Datensatz Waveform 10000 nach Tabelle 4.1 kiirzer sind und die
Evaluation auf kiirzeren Regeln schneller geht, ergibt auch die Messung zur Erstellung der Regelmenge Sinn. Durch die
bessere Kompression und die kiirzeren Regeln wird zur Erstellung der Regelmenge weniger Zeit benétigt als bei Waveform
5000.

Es konnte nun versucht werden zu argumentieren, dass wenn im Datensatz Instanzen durch eine entsprechende Gewich-
tung zusammengefasst werden, der Baum {iiberfliissig wire. Dabei wird aber nicht beachtet, dass zum Einen fiir kiirzere
Regeln die Referenzen zu den benétigten Attributen einer Regel vorhanden sind und damit direkt gefunden werden
und zum Anderen auch , Teilinstanzen® zusammengefasst werden. Besonders gut kann dies aus Abbildung 4.3 entnom-
men werden. Die zugrundeliegenden Datensétze haben keine doppelten Instanzen. Dadurch entstehen Bdume mit der
maximalen Anzahl an (vollstindigen) Pfaden. Allerdings konnen Konditionen, trotzdem zusammengefasst werden und
verringern somit den Aufwand eine Regel zu evaluieren. Bis zur Tiefe von 20 hat der Baum nur einen Bruchteil der ma-
ximalen Anzahl der Pfade. Regeln, die auf diesen Konditionen arbeiten, miissen nur eine sehr geringe Anzahl an Knoten
verarbeiten.

Des Weiteren wird bei der Erstellung versucht die Konditionen in den Knoten zusammenzufassen. In Abbildung 4.6
ist die Anzahl der Konditionen im Datensatz sowie die Anzahl der Knoten im Baum zu sehen. Unter der Anzahl der
Konditionen im Datensatz ist das Produkt aus der Anzahl der Instanzen und der Anzahl der Attribute gemeint. Anders
ausgedriickt wird die Anzahl der Eintrdge im Datensatz mit der Anzahl der Knoten verglichen. Beim Vergleich werden
fehlende Werte im Datensatz ignoriert. In Abbildung 4.6 ist zu sehen, dass fiir jeden Datensatz die Anzahl der Knoten
geringer ist, als die Anzahl der Konditionen im Datensatz. Auerdem weisen die Biume zu den Datensétzen Arrhythmia
und Waveform fast die gleiche Anzahl an Knoten auf und es kann entnommen werden, dass die Biume zu den beiden
Waveform-Datensétzen fast gleichgrof3e Baiume generieren. Datensatz Arrhythmia hat insgesamt zwar nur 452 Instanzen
aber gleichzeitig auch 280 Attribute. Dadurch haben Arrhythmia und Waveform 5000 eine dhnliche Anzahl an Konditio-
nen. Zudem kann fiir Arrhythmia durch die Erstellung des Baumes aber auch nicht so viel zusammengefasst werden (im
Gegensatz zu den Waveform-Datensétzen). Dies fiihrt dazu, dass auch die Bdume von der Anzahl der Knoten sehr dhnlich
sind. Die Regelevaluation anhand des Baumes kann als Durchgehen durch die Konditionen vorgestellt werden. Die Eva-
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Abbildung 4.8.: Prozentualer Anteil des Overheads an der Gesamtzeit

luation anhand des Datensatzes ist hingegen ein Durchgehen durch die Instanzen. Dementsprechend ist die Evaluation
durch dem Baum langsamer, da hier beim Baum 71 787 Knoten im Vergleich zu 452 Instanzen stehen. Die Biume zu den
Waveform-Datensétzen sind nicht exakt gleich, da die Verteilung der Konditionen innerhalb des Datensatzes nicht gleich
geblieben ist. So entsteht ein leicht anderer Baum, der minimal mehr Knoten besitzt. Dies zeigt einen weiteren Grund
auf warum die Erstellung der Regelmenge nicht nur gegeniiber der Originalen SeCo-Variante um einiges schneller ist,
sondern auch gegeniiber der Evaluation anhand des Baumes zu Waveform 5000.

AbschlieSend ist es selbsterkldrend warum die Anzahl der Knoten niemals grof3er als die Anzahl der Konditionen im
Baum sein kann. Dies wiirde nicht nur bedeuten, dass jede Kondition einzigartig ware und damit nichts zusammengefasst
werden kann, sondern im Baum andere und mehr Konditionen zu finden sind als in der urspriinglichen Datenmenge.

4.4 Overhead-Anteil

In Abbildung 4.7 ist zu sehen wie viel Zeit innerhalb von SeCo die Erstellung sowie Anpassung des Baumes eingenommen
hat. Dabei ist zu beachten, dass hier die Summe aller Anpassungen aufgefiihrt ist. Der Baum wird in SeCo nur einmal
erstellt. Daher steht die Zeit bei der Erstellung nur fiir das Erstellen eines einzigen Baumes. Der Grafik kann entnommen
werden, dass die Anpassung des Baumes immer, nicht nur schneller ist als die Erstellung sondern, dass alle Anpassungen,
die zur Generierung der Regelmenge benétigt wurden, schneller sind als ein einziges Erstellen des Baumes. Dies bestétigt,
dass das zur Anpassung des Baumes entworfene Verfahren sinnvoll ist und die Gesamtzeit so um ein vielfaches verringert
wird.

In Abbildung 4.8 ist der prozentuale Anteil des Overheads (Baumerstellung + Anpassung) zur Gesamtzeit visualisiert.
Dabei ist zu sehen, dass der Anteil immer bei ca. 1% liegt. Wiirde der Baum jedes Mal, wenn die Datenmenge angepasst
wird, neu generiert werden, wire der Anteil um einiges grofSer und wiirde dazu fiihren, dass die Evaluation bei kleineren
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Abbildung 4.9.: Gesamtzeiten zur Heuristik Accuracy

Datensétzen noch langsamer wiére als die originale SeCo-Version und es wire bei groReren Datensétzen ein geringerer
Vorteil zu sehen. Hat ein Baum einige wenige Single Path Trees, wie hier die Waveform-Datensétze wird nochmal weniger
Zeit benotigt, da nicht stdndig neue Knoten erstellt werden miissen.

Abschlieend kann so festgehalten werden, dass der zuséatzliche Overhead, besonders bei grof3eren Datensétzen, und der
Heuristik Precision durch die Vermeidung der Erstellung des Baumes, kaum ins Gewicht fallt. Viel wichtiger ist der Vorteil,
der durch die Evaluierung der Regel sowie der Baumgrof3e erreicht wird.

4.5 Gesamtzeit bei einer anderen Heuristik

AbschlieBend wird noch ein kurzer Uberblick zur Effizienz bei anderen Heuristiken geliefert, bzw. wie sich diese auf die
Evaluationszeit auswirkt. Dazu wird exemplarisch die Heuristik “Accuracy“ gewahlt. In Abbildung 4.9 sind die Gesamt-
zeiten zur Erstellung der Regelmenge unter dieser Heuristik dargestellt. Es ist zu sehen, dass die Evaluation anhand des
Baumes nur bei den Datensétzen Car, Artificial, Mushroom sowie Waveform 10000 dazu fiihrt, dass die Erstellung der Re-
gelmenge schneller geht. Des Weiteren ist zu sehen, dass die Evaluation mit dem Baum fiir die Waveform-Datensatze mit
der Accuracy Heuristik ldnger dauert, als unter der Heuristik Precision. Der Trend, dass die Erstellung der Regelmenge
fiir den GroReren der beiden Datensitze schneller geht, ist hingegen erhalten geblieben.

Die Ergebnisse aus Abbildung 4.9 konnen ohne eine Betrachtung der erstellten Theorien nicht sauber interpretiert wer-
den. Daher ist die Anzahl der Regeln sowie die durchschnittliche Regelldnge zum jeweiligen Datensatz in Tabelle 4.2
aufgefiihrt. Dabei ist zu sehen, dass im Vergleich zu der Heuristik Precision weniger Regeln erstellt werden. Diese haben
im Vergleich aber eine dhnliche Anzahl an Konditionen.

Soybean Tic-Tac- Car Kr Vs. Kp Waveform Artificial Mushroom | Waveform
Toe 5000 10000
#Regeln 50 92 52 42 195 108 9 192
& Regelldnge 2.24 4.17 4.6 4.76 3.08 2.7 1.22 2.81

Tabelle 4.2.: Evaluationsergebnisse zur Heuristik Accuracy

Zusammen konnen die Werte so interpretiert werden, dass die Evaluation anhand des Baumes fiir verschiedene Heuris-
tiken nur wirklich sinnvoll ist, wenn die Anzahl der Instanzen im Datensatz >> 10000 betrdgt und dabei auch Attribute
zusammengefasst werden konnen. Es ist zu beachten, dass die Anzahl der Attribute, wie zuvor beschrieben, relativ klein
sein muss. Ein weiterer Punkt ist die Anzahl der Regeln. Aus Abbildung 4.4 konnte entnommen werden, dass die Eva-
luation des Baumes vor allem fiir kurze Regel gegeniiber der originalen Version Zeit gutmacht. Werden weniger Regeln
erstellt, verbringt die Evaluation weniger Zeit mit der Evaluation kurzer Regeln. Die Ursache fiir den Zeitunterschied
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zwischen den Waveform-Datensitzen wird dadurch nicht beeinflusst und bleibt daher erhalten. Werden weniger aber
dafiir langere Regeln evaluiert steigt die benétigte Zeit zur Erstellung der Regelmenge noch stérker an und es entsteht
der Verlauf in Abbildung 4.9.

4.6 Zusammenfassung

In diesem Abschnitt wurden zunéchst die Gesamtzeiten zur Erstellung einer Regel verglichen und es wurde dabei festge-
stellt, dass die Zeit zur Erstellung einer Regelmenge besonders von der Anzahl der Attribute und der Baumkompression
abhiangt. Es wurde nachfolgend erértert, dass durch die Vorgehensweise zur Regelevaluation ldngere Regeln langsamer
verarbeitet werden, als kiirzere Regeln. AufSerdem wurde dabei nochmal vor Augen gefiihrt wie wichtig die Threshold
& ist. Weiter wurde gezeigt wie gut ein Datensatz zusammengefasst werden kann, wovon die Komprimierung abhéngt
und wie wichtig die Knoten und insbesondere die Pfadanzahl, wie auch die Entwicklung der Pfadanzahl, bei der Evalua-
tion ist. Zum Schluss wurde nochmal aufgezeigt wie viel zusétzliche Arbeit die Erstellung und Anpassung des Baumes
kostet und wie sich die Evaluation bei anderen Heuristiken verhélt. Dabei konnte auch gezeigt werden wie wichtig die
Vermeidung einer Baumerstellung ist und wie viel Zeit durch die Anpassung gespart wird.
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5 Ausblick

Abschlief3end sollen, basierend auf den Ergebnissen der Evaluation, Vorgehensweisen und Ansatze vorgestellt werden, die
das Verfahren verbessern konnten oder die Baumstruktur auf eine andere Weise nutzen. Auferdem werden die Méngel
der Implementation betrachtet und es wird diskutiert wie diese ausgebessert werden konnten. Zum Schluss wird ein
Uberblick zu Arbeiten und Studien gegeben, die einen dhnlichen Ansatz haben oder sich mit aktuellen Problemstellungen
bzgl. der Assoziationsanalyse befassen.

5.1 Vollstandige Einbindung des Baumes in SeCo

Wie bei der Vorstellung des FP-Tree in Abschnitt 2.3, sowie bei der Evaluation gezeigt wurde, arbeitet der FP-Tree und
seine Erweiterungen nur auf nominalen Attributen. Dadurch kénnen verschiedene Ansétze und damit insbesondere Heu-
ristiken oder Datensétze ohne Diskretisierung nicht mehr genutzt werden. Ein weiteres Problem sind die redundanten
Operation, die durch parallele Nutzung des Datensatzes und des Baumes entstehen. Bei der Evaluation wurde aufgefiihrt
wie wichtig die Datenkomprimierung anhand des Baumes ist. Gibt es numerische Attribute, kann mit einer sehr hohen
Wabhrscheinlichkeit angenommen werden, dass diese kaum bis gar nicht zusammengefasst werden kénnen und so der
Baum immer eine maximale Anzahl an Pfaden aufweisen wiirde. Ein Vorschlag zur Behebung dieses Problems wire eine
Vorverarbeitung numerischer Attribute auf Intervalle, wihrend der Erstellung des Baumes, die dann im Baum statt der
konkreten Werte oder inklusive dieser in einem Knoten gespeichert werden. So kdnnten numerische Werte, wie bei einer
vorher durchgefiihrten Diskretisierung, genutzt werden. Dabei miissten aber zusitzliche Optionen ermoglicht werden,
damit die Attribute auf verschiedene Art und Weise diskretisiert werden konnen. Der Vorteil dieser Vorgehensweise in-
nerhalb des Baumes wire die dynamische Anpassung der Intervalle. Diese konnten wahrend der Erstellung der Theorie
weiterhin angepasst werden und wiren somit besser als eine vorher durchgefiihrte Diskretisierung, bei der der Baum
dann von nominalen Attributen ausgeht. Da die Nutzung numerischer Attribute immer noch eine Herausforderung im
Bereich der Assoziationsanalyse ist, wird eine allgemeine Variante zur Nutzung von numerischen Attributen in Abschnitt
5.4 vorgestellt.

Zudem konnten die benotigten Gesamtzeiten weiter verringert werden, wenn das restliche Framework nur den Baum
nutzen wiirde. Dadurch miissten nicht zwei Strukturen bearbeitet werden, die im Grunde beide nur eine Représentation
des Datensatzes sind. Dazu miisste aber das gesamte Framework umgeschrieben werden, was {iber den Rahmen dieser
Arbeit hinausgehen wiirde. Dabei sollte aber auch angezweifelt werden, inwieweit eine solche Umstellung sinnvoll ist
und wirklich effektiver wére. Es hat sich gezeigt, dass die Evaluation des Baumes fiir lingere Regeln langsamer ist als ein
Durchgehen durch den Datensatz. Zudem konnte beobachtet werden, dass der Overhead, der durch die Erstellung und
Anpassung des Baumes generiert wird, keinen groflen Anteil der Gesamtzeit einnimmt. Wiirde die Evaluation anhand
des Baumes verbessert werden, sodass diese nicht mehr von der Linge der Regel abhingt und damit auch fiir 1angere
Regeln schneller wére, als die Traversierung des Datensatzes, erst dann wird die Umstellung auf den Baum als sinnvoll
erachtet. Zwei mogliche Ansédtze werden in den nachfolgenden Abschnitten vorgestellt.

5.2 Ansatz einer horizontalen Baumevaluation

Ein Problem, welches bei der Evaluation eines Pfades beobachtet werden konnte, sind Knoten mit Konditionen, die
nicht in der Regel vorkommen. Der Pfad muss, bei einer Regel mit mehr als zwei Konditionen, immer von unten nach
oben verarbeitet werden. Konnte dieser Schritt eliminiert werden und die Konditionen im Baum, wie bei einer Regel
mit einer Kondition, direkt referenziert werden, konnte eine Geschwindigkeitssteigerung erreicht werden. Der Baum
wiirde dann nicht mehr von unten nach oben bearbeitet, sondern durch die Header Table von links nach rechts und
damit “horizontal”. Dazu miissten die Knoten innerhalb des Baumes wissen auf welchen Pfaden diese liegen, bzw. wissen
welche Knoten sich unterhalb oder oberhalb befinden, ohne diese explizit zu speichern. Dazu kénnte jeder Pfad eine ID
bekommen, welche in die Knoten eingefiigt wird. Ein Knoten nah an der Wurzel miisste dadurch viele Pfad-IDs speichern,
ein Blattknoten nur eine Einzige. So konnten die einzelnen Konditionsknoten einer Regel direkt angesprungen werden. Es
ist dabei wahrscheinlich zu empfehlen, dass die Konditionen einer Regel zuvor anhand der frequentList sortiert werden,
damit moglichst wenig Pfade in Betracht gezogen werden. Die Vorgehensweise kdnnte so in den nachfolgenden Schritten
zusammengefasst werden:

1. Seltenste noch nicht verwendete Kondition nehmen und die Knoten durch die Header Table anspringen.

2. Beim ersten Mal die dort enthaltenen Pfad-IDs ohne Uberpriifung in einer Liste speichern und mit Schritt 1 fort-
fahren.

39



root
+=6
—=4

o=4
sum =14
J
)
a, =0
-~ +=0
a;=1 FF-----, {4 e mmm o > e —— = —=2 —=1 |<-_
~- &=0 $=0 AN
o sum = sum=1 \\
a=0 FfF~"" T~ \
~ \
a, =0 \\A a; =0 } a, =1 a, =1 a; =1 !
+=1 +=5 +=0 +=0 +=0 “
a,=0 Fl-----> —=0 —=1 —=0 f-------—---- > —=2 —=1 |
S=2 | $=0 H=2 S=0 J o=0 !
sum=3 um = sum=2 SN - - Nsum=1 |
- =T —_-+13)
a, =1 - - - v |
a =1 -7 a; =0 a; =0 A
~ +=1 += += /
=1 FF~1%-> —=0 2 oo N 1 K
S =2 $=0 $=0 /
sum =3 A sum =2 sum 1 //
a;=0 | /// e

Abbildung 5.1.: Schema der horizontalen Verarbeitung zur Regel: a; =1Aa;=1=>a, =<

3. Uberpriifen, ob eine (einzige) der Pfad-IDs im Knoten auch innerhalb der gespeicherten Liste enthalten ist. Ist eine
ID enthalten, miissen auch alle andere IDs enthalten sein, da der Knoten oberhalb liegt.

4. Ist eine Pfad-ID enthalten, werden alle Pfad-IDs des dazu betrachteten Knoten in einer neuen Liste {ibernommen.
Nachdem alle Knoten der Kondition verarbeitet wurden, wird die neue Liste als Referenzliste gewahlt.

5. Mit Schritt 2 fortfahren, wenn noch nicht alle Konditionen der Regel verarbeitet wurden.

6. Die Knoten, die zum Schluss mit den Pfad-IDs iibrigbleiben, werden fiir die Regel als abgedeckte Pfade betrachtet
und auf die tp und fp verrechnet.

Vorteile dieser Vorgehensweise sind, dass nur Knoten mit den verwendeten Konditionen angesprungen werden und damit
nicht mehr iberfliissige Knoten auf dem Pfad von unten nach oben betrachtet werden miissen. Ein weiterer Vorteil
ist die Tatsache, dass der Baum wie bisher angepasst werden kann und die angepasste Version ebenfalls durch dieses
Vorgehen verarbeitet werden kann. In Abbildung 5.1 ist die Vorgehensweise fiir den Datensatz aus Tabelle 3.5 und dem
dazugehorigen Baum aus Abbildung 3.5 nochmal visuell aufgearbeitet. Die evaluierte Regel soll dabeia; =1Aa;=1=
a, = < sein. Die roten Markierungen stehen fiir die bearbeiteten Strukturen nach dem eben vorgestellten Verfahren.
Die blauen Knoten wéren die noch zusétzlichen Knoten, welche bei einer Bearbeitung der Pfade von unten nach oben
zusétzlich hinzukommen wiirden.

Die seltenste nicht verwendete Kondition ist a; = 1. Dementsprechend werden alle Knoten dazu verarbeitet und die
Pfad-IDs dieser Knoten in einer Liste gespeichert. Da dies Blattknoten sind oder nur einen einzigen Pfad (ganz rechts)
haben, sind am Ende drei Pfad-IDs in der Liste vermerkt. Darauf hin wird die ndchste Kondition bearbeitet. In diesem Fall
wiére dies a; = 1. Dieser Knoten enthélt die Pfad-IDs der untersten markierten Blattknoten, welche durch die Link-Nodes
mit der 1 und 2 angesprungen werden. Der markierte Knoten, welcher durch den Node-Link mit der 3 angesprungen
wird, wird nicht mehr iibernommen. Da bereits alle Knoten und Konditionen verarbeitet wurden, werden die Werte aus
den zwei {ibriggebliebenen Knoten auf die tp und fp der Regel verrechnet. Durch diese Vorgehensweise miisste in diesem
Fall nur in etwa die Hélfte der vorher bearbeiteten Knoten evaluiert werden. Ein entsprechender Ansatz wurde bereits
begonnen und kann im Anhang A.2 entnommen werden. Diese Vorgehensweise ist noch nicht ausgereift und sollte
weiter verfeinert werden. Erste Evaluationen konnten keinen Signifikaten Vorteil aufzeigen. Zur Erstellung der Pfade
wurde dabei die Java-Klasse UUID genutzt. Die Generierung des Baumes hat dementsprechend lidnger gedauert und es
sollte bei einer moglichen weiteren Bearbeitung darauf geachtet werden inwieweit sich dies negativ auf den Overhead
auswirkt.
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5.3 Kombination mit bestehenden Verfahren

Bei der Evaluation konnte weiter festgestellt werden, dass fiir lingere Regeln eine Traversierung des Datensatzes schneller
ist, als das vorgestellte Verfahren zur Evaluation anhand des Baumes. Eine Moglichkeit wére es fiir ldingere Regeln nicht
mehr den Baum zu nutzen, sondern das bestehende Verfahren oder ein anderes neues Vorgehen zu entwickeln. Dabei
sollte aber beachtet werden, dass die Anpassung des Baumes darauf beruht, dass die Regeln vorher evaluiert wurden. Nur
dann kann der Baum wie beschrieben angepasst werden. Werden ldngere Regeln nicht mehr mit dem Baum evaluiert,
miisste die Anpassung des Baumes verdndert werden oder der Baum jedes Mal, wenn die Datenmenge angepasst wird,
neu erstellt werden. Der Evaluation konnte weiter entnommen werden wie wichtig die Vermeidung der Erstellung ist
und aus Abbildung 4.7 wie viel Zeit dadurch eingespart wird. Dementsprechend wére eine neue Art der Anpassung ein
notwendige Bedingung zur Kombination mit anderen Verfahren.

Eine weitere Moglichkeit ist eine Vorverarbeitung der Daten. Dabei konnte dhnlich einer Threshold & versucht werden,
Attribute und Konditionen zu streichen, die selten vorkommen. Dadurch wiirde sich ein viel schmalerer Baum bilden
(wie in Abschnitt 4.2.1 festgestellt) und das Problem der Evaluation langer Regeln wiirde damit aufgehoben werden. Die
Art der Vorverarbeitung sollte sich dabei daran orientieren, dass moglichst wenig Pfade im Baum entstehen! Die Knoten-
anzahl hiangt vor allem von der Anzahl méglicher Konditionen oder der Pfadanzahl ab. Dementsprechend empfiehlt sich
eine Vorverarbeitung, die die Pfadanzahl minimiert.

Es konnte aber auch, wie in Abschnitt 2.3.1 beschrieben, versucht werden die Evaluation aller moglichen Regeln zuvor
durchzufithren. Das hitte aber den Nachteil, dass zum Einen extra Speicher dazu angelegt werden muss, in dem die Er-
gebnisse gespeichert werden. Zum Anderen wire das Verfahren sehr starr. Damit ist gemeint, dass die zuvor vorgestellte
Vorgehensweise sich an SeCo anpasst und nur Regeln evaluiert und verarbeitet werden, die auch in Betracht gezogen
wurden. Wird die Evaluation vorher durchgefiihrt, werden alle moglichen Kombination erstellt und evaluiert. Ohne eine
Threshold & erscheint dieser Ansatz wenig sinnvoll. Weiter ist zu beachten, dass eine einfache Anpassung der Baumstruk-
tur nicht mehr sinnvoll wire und somit der Baum bei jeder Anderung der Datenmenge komplett neu erstellt und erneut
evaluiert werden sollte. Dementsprechend wurde diese Variante im Rahmen dieser Arbeit ausgelassen.

AbschlieBend wére eine Parallelisierung des Vorgehens eine mogliche Alternative. In [24] wird ein solches Verfahren
vorgestellt. Dabei wird ein Datensatz in p gleichgrof3e Datensétze aufgeteilt, wobei p fiir die Anzahl der Prozessoren steht.
Anschlieend wird das Auftreten, jedes Items, lokal auf dem jeweiligen Datensatz bestimmt. Die Ergebnisse werden global
zusammengetragen und in einer Header Table gespeichert. Diese besitzt dann nicht mehr eine Referenz pro Kondition,
sondern fiir jede Kondition werden p Referenzen erstellt, da p Biume generiert wurden. AbschlieRend werden die Biume,
wie in Abschnitt 2.3.1 vorgestellt bearbeitet. Durch die Aufteilung ist nicht sichergestellt, dass nicht die gleichen Frequent
Pattern im Baum erstellt werden. Diese miissen daher, bevor die Conditional Pattern Base erstellt wird, zusammengefasst
werden. Bei der Evaluation konnte eine Geschwindigkeitssteigerung beobachtet werden und es hat sich auch gezeigt, dass
bei einer relativen Anpassung der I/O-Zugriffe eine mehrfache Verbesserung, abhingig von der Prozessorzahl, erreicht
wird [24, S. 668].

5.4 Aktuelle Forschung

Im Bereich der Assoziationsanalyse konnen aktuell Arbeiten gefunden werden, die einen stochastischen Ansatz verfolgen
[9, 23], sich mit dem Problem numerischer Attribute beschéftigen [3, 15] oder sich der Problemstellung einer Netzwerk
basierenden Losung befassen [19, 18].

Chromosome
Representation

Indicates that A is in antecedent part

A00(2.1)(39.5)B11(1.4)(86.4)C00(12.4)(98.9)DOL(-)(-)
D doesn’t exist
Encoding in either sides
if (Ais between 2.1 and 39.5) and (C is between 12.4

and 98.9) then (B will be between 1.4 and 86.4)

i_ All attributes: A,B,C and D i

Generated

Abbildung 5.2.: Regelreprasentation in einem Chromosom nach [15]

In [15] wird anhand eines genetischen Algorithmus versucht Regeln zu erstellen, die numerische Attribute nutzen. Dabei
ist aber zu beachten, dass die Vorgehensweise nicht allgemein nutzbar ist, da durch den Algorithmus nur die “besten Re-
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geln gefunden werden. Anders als bei FP-Growth, welches durch eine Anpassung der Support Threshold & alle moglichen
Kombinationen finden kann. Zur Erstellung der Regeln werden in [15, S. 18] der Confidence, die Comprehensibility und
die Interestingness genutzt. Zur Reprédsentation der Chromosome des genetischen Algorithmus wird der Michigan-Ansatz
genutzt. Dieser besagt, dass jedes Chromosom nur eine einzige Regel darstellt. In Abbildung 5.2 ist ein Beispiel darge-
stellt. Die Buchstaben stehen fiir die verschiedenen Attribute. Die Bits / Zahlen darauffolgend sagen aus, ob das Attribut
im Regelkopf oder im Regelkorper steht. Abschliel3end sind zwischen den Klammern die Grenzen des Intervalls. Die Bits
eines Attributes werden wéhrend der Mutation und der Kreuzung zufillig verdndert. Die Intervalle sind durch die Ma-
xima und Minima des jeweiligen Attributes gebunden, werden aber wahrend des Algorithmus ebenfalls zuféllig erstellt.
Der Algorithmus terminiert nach einer festen Anzahl an Iterationen oder wenn ein Pareto-Optimum erreicht wurde. Das
Pareto-Optimum beschreibt dabei einen Zustand bei dem keine Regeln mehr hinzugefiigt werden kénnen, ohne negative
Folgen. Es ist zu beachten, dass zur Vermeidung minimaler Intervalle eine Mindestgrof3e festgelegt wird. Weiter wer-
den Regeln mit einem geringen Support ebenfalls entfernt, selbst wenn diese zum Pareto-Optimum beigetragen hatten.
Bei Experimenten konnte festgestellt werden, dass der vorgestellte Ansatz sinnvoll ist und niitzliche numerische Werte
bestimmt werden konnen.

Patterns wi/
True Support

1 Client/Owner side

} - Encrypt/ " [

| e Decrypt . Server
i — Module ‘ l

! Original : Encrypted

Mining Query

Encrypted Patterns

Abbildung 5.3.: Assoziationsanalyse als Service nach [9]

Ein anderer Ansatz beschiftigt sich mit der Option die Assoziationsanalyse auszulagern. Die dabei genutzten Algorith-
men konnen die Gleichen sein wie zuvor beschrieben. Die Daten miissen aber entsprechend verschliisselt werden, da
diese ansonsten nicht nur verdndert, sondern auch gestohlen werden kénnten. Zudem soll die Partei, die die Assoziati-
onsanalyse durchfiihrt keine sensiblen Daten einsehen konnen. Der Grund zur Auslagerung ist vor allem der Trend zum
Cloud-Computing und den fehlenden Kompetenzen innerhalb eines Unternehmens die Daten zu verarbeiten. In [9] wird
die Assoziationsanalyse als Service betrachtet. Der dabei vorgestellte Ansatz versucht die Daten so zu verschliisseln, dass
ein Item nicht von k — 1 anderen Items unterschieden werden kann. Das Vorgehen soll dabei Effektiv und Skalierbar
sein, sowie die Datensicherheit gewéhrleisten. Der Support und die Frequent Item Pattern werden, bevor der Mining-
Service darauf zugreifen kann, verschliisselt. Die Werte und Pattern, die zuriickgegeben werden, entsprechen dabei nicht
den konkreten Ergebnissen und miissen daher entschliisselt werden. In Abbildung 5.3 ist dabei das eben beschriebene
Konzept dargestellt. Zur Verschliisselung werden dabei anders als bei [22] keine Fake-Items erstellt. Wie in [17] gezeigt
wurde, ist das einfache Einbinden von Fake-Items wenig Sinnvoll.

Beide Ansdtze konnen gemeinsam genutzt werden um die Problemstellung der numerischen Attribute innerhalb des
vorgestellten Verfahren zu bestimmen und die Regeln dann anhand von entsprechenden Services auszulagern und dabei
massiv zu parallelisieren. Dabei miissten die Daten wie zuvor beschrieben verschliisselt werden.

5.5 Abschluss

Abschliefend kann zusammengefasst werden, dass das vorgestellte Verfahren, welches einen FP-Tree nutzt, keine iiber-
zeugenden FErgebnisse geliefert hat. In der Evaluation konnte gezeigt werden, dass ohne eine Threshold nur bei sehr
kleinen Regeln ein Geschwindigkeitsvorteil beobachtet werden konnte. Fiir langere Regeln ist es bereits langsamer, als
ein redundantes Durchgehen durch die Daten. Zudem kann es nicht mit numerischen Attributen umgehen und erzeugt
ein zuséatzlichen Overhead, der aber auch nur einen geringen Anteil ausmacht. Die vorgeschlagenen Verbesserungen
konnten einen entscheidenden Vorteil liefern und sollten daher in ausgereifter Form evaluiert werden. AufSerhalb des
SeCo-Frameworks konnten, durch die Nutzung von FP-Growth trotzdem enorme Geschwindigkeitssteigerungen erreicht
werden. Aktuelle Arbeiten beschéftigen sich mehr mit stochastischen Ansitzen oder mit praxisrelevanten Problemen zur
Evaluation von Daten innerhalb eines Netzwerkes. Diese konnten aber ebenso in eine Evaluation anhand eines FP-Tree
eingebaut werden.
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A Anhang

A.1 SeCoMemory; eine Implementierung des Algorithmus mit zugehdriger Baumstruktur

package de.tu_darmstadt.ke.seco.models.vertical;

import java.io.Serializable;
import java.util.Arraylist;
import java.util.Collection;
import java.util.Comparator;
import java.util.HashMap;
import java.util.Map;

import java.util.Map.Entry;

import weka.core.Attribute;

import weka.core.Instance;

import weka.core.Instances;

import de.tu_darmstadt.ke.seco.models.Condition;

import de.tu_darmstadt.ke.seco.models.NominalCondition;
import de.tu_darmstadt.ke.seco.models.NumericCondition;
import de.tu_darmstadt.ke.seco.models.Rule;

import de.tu_darmstadt.ke.seco.stats.TwoClassConfusionMatrix;

public class SeCoMemory implements Serializable, SeCoVerticalMemory {

private static final long serialVersionUID = -3816503988906729946L;
public SeCoTree root;

private Map<String, SeCoTree> headerTable;

private Map<String, ArrayList<SeCoTree>> coveredPaths;

private ArraylList<Condition> frequentConditionList;

public SeCoMemory(Instances examples) {
this.root = new SeCoTree();
this.headerTable = new HashMap<String, SeCoTree>();
this. frequentConditionList = new ArrayList<Condition>();
this.coveredPaths = new HashMap<String, ArraylList<SeCoTree>>();

this.createFrequentItemList (this. frequentConditionList, examples);

this.buildTree (examples, root, headerTable, this.frequentConditionList);

private void createFrequentItemList(ArraylList<Condition> frequentConditionlList, Instances examples) {
Map<Condition, Double> frequency = new HashMap<Condition, Double>();

for(Instance instance : examples) {
for(int index = 0; index < instance.numAttributes(); index++) {
if(index == instance.classIndex()) {
continue;
}

Condition cond = createCondition(instance.attribute(index), instance.value(index));
if(frequency.containsKey(cond)) {

frequency.put(cond, frequency.get(cond) + instance.weight());
} else {

frequency.put(cond, instance.weight());

ArrayList<Map.Entry<Condition, Double>> frequencylList = new ArraylList<Map.Entry<Condition,bDouble
>>(frequency.entrySet());
frequencylList.sort(new Comparator<Map.Entry<Condition, Double>>() {
@Override
public int compare(Entry<Condition, Double> arg®, Entry<Condition, Double> argl) {
return (int) (argl.getValue() - arg®.getValue()); // descending order
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for (Map.Entry<Condition, Double> entry : frequencyList) {
frequentConditionList.add(entry.getKey());

@Override
public TwoClassConfusionMatrix getTwoClassConfusionMatrix(Rule rule) {
TwoClassConfusionMatrix evaluationResult = new TwoClassConfusionMatrix();

if(rule.getBody () .isEmpty ()) {
evaluationResult.addTruePositives (this.root.getPos(rule.getHead().toString()));
evaluationResult.addFalsePositives(this.root.getNeg(rule.getHead().toString()));
return evaluationResult;

ArrayList<SeCoTree> coveredNodes = new ArraylList<SeCoTree>();
// find lowest condition in the tree and save all used attributes (in the rule) for later use.
ArrayList<Condition> conditionList = new ArraylList<Condition>(rule.getBody());

Condition lowestCondition = conditionList.get(0);
for(int freqCondIndex = this.frequentConditionList.size() - 1; freqCondIndex >= 0; freqCondIndex
--) {

if(conditionList.contains(this. frequentConditionList.get(freqCondIndex))) {
lowestCondition = this. frequentConditionList.get(freqCondIndex);
break;

SeCoTree linkNode = this.headerTable.get(lowestCondition.toString());
while(linkNode != null) {
if(linkNode.isUsed() && isPathCoveredByRule(conditionList, linkNode)) {
coveredNodes.add(linkNode);
evaluationResult.addTruePositives(linkNode.getPos(rule.getHead().toString()));
evaluationResult.addFalsePositives(linkNode.getNeg(rule.getHead().toString()));
}
linkNode = linkNode.getLink();

coveredPaths.put(rulelLabel (rule), coveredNodes);

evaluationResult.addFalseNegatives(this.root.getPos(rule.getHead().toString()) - evaluationResult
.getNumberOfTruePositives());

evaluationResult.addTrueNegatives (this.root.getNeg(rule.getHead().toString()) - evaluationResult.
getNumberOfFalsePositives());

return evaluationResult;

/;.L *
* Removes the covered instances from the tree and therefore adjusts the
* counts in the tree for every covered node for the given rule.
* @param rule Rule for which the paths are checked and the counts adjusted.
:'.'/
public void adjustCoveredPathCounts(Rule rule) {
if(rule.getBody () .isEmpty()) {
this.root = new SeCoTree();
return;

for (SeCoTree node : coveredPaths.get(rulelLabel(rule))) {
resetChildren(node.getChildren().values());

SeCoTree parentNode = node.getParent();
while (parentNode != null) {
for (Map.Entry<String, Double> nodeEntry : node.getPosTable().entrySet()) {
parentNode.adjustPosNeg(nodeEntry.getKey(), -nodeEntry.getValue());
}
parentNode = parentNode.getParent();
}

node.resetCounts();
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}

private void resetChildren(Collection<SeCoTree> children) {
for (SeCoTree child : children) {
child.resetCounts();
resetChildren(child.getChildren() .values());

}
}
private String rulelLabel (Rule rule) {
return rule.getHead().toString() + ":-" + rule.getBody(Q);
}
/:.L *
* Checks whether the node is covered by the given rule.
* @param rule Rule to be applied to that node
* @param node Node whose attribute is to be checked
* @return Returns only false then the attribute is used in the node and the rule but its values are
different; else true
:‘.—/

public boolean ruleCoversNode(Rule rule, SeCoTree node) {
Condition nodeCondition = node.getCondition();

for(Condition ruleCondition : rule.getBody()) {

if(ruleCondition.getAttr().index() == nodeCondition.getAttr().index())
return (ruleCondition.compareTo(nodeCondition) == 0)? true : false;
}
return true;
}
/:’r *
* @return The stored SeCoTree
*/

public SeCoTree getTree() {
return root;

}

/-.'.' *
* Creates a SeCoTree for every class value present in the given data set
* and sets the links in the header table. The created tree can be retrieved trough
* {@link #getTree()}.
* @param examples
* The data set on which the tree is created.
Only the class values present in this set are considered!
@param root
The root of the tree which new paths are added.
@param headerTable
The header table which will hold the link nodes to every possible item label.

*
*

*

:'.'/
private void buildTree(Instances examples, SeCoTree root, Map<String, SeCoTree> headerTable,
ArrayList<Condition> frequentConditionList) {

for (Instance instance : examples) {
SeCoTree parentNode = root;
Condition classCondition = createCondition(instance.classAttribute(), instance.classValue());
root.adjustPosNeg(classCondition.toString(), instance.weight());

for (Condition condition : frequentConditionList) {
if (condition.covers(instance)) {
SeCoTree childNode = parentNode.getChild(condition.toString());

if (childNode == null) {
SeCoTree newChild = new SeCoTree(condition, classCondition.toString(),
instance.weight (), parentNode);
parentNode.addChild(newChild) ;
updateHeaderTable (newChild, headerTable);
parentNode = newChild;
} else {
childNode.adjustPosNeg(classCondition.toString(), instance.weight());
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parentNode = childNode;

JEE

* Updates the links in the given header table (sets the links in the necessary nodes).

* @param node
* The node which shall be added to the header table. The node
* should currently not be present in the header table!
* @param headerTable
* The header table which will be updated and to which the node is added.
:‘:/
private void updateHeaderTable(SeCoTree node, Map<String, SeCoTree> headerTable) {
SeCoTree linkNode = headerTable.get(node.getItemLabel());
if (linkNode != null) {
node.setLink(linkNode);
headerTable.put(node.getItemLabel (), node);
} else {
headerTable.put(node.getItemLabel (), node);

* Creates a nominal or numeric condition according to the given attribute.
* Creates a nominal condition if the given attribute is neither.

* @param attr
An nominal or numeric Attribute.
* @param value
The value in internal representation.

* @return A nominal or numeric condition.

:'.-/
private Condition createCondition(Attribute attr, double value) {

return attr.isNumeric() ? new NumericCondition(attr, value) : new NominalCondition(attr, value);

3

/3.“ *
* Checks whether one single Path is covered by the given condition list,
* which represents the rule body. The given SeCoTree node is the deepest node for the given rule.
* @param conditionList
A List with the conditions of the rule body in descending order.
@param linkNode
Deepest node for the rule. Function traverses upwards from that node.
* @return Returns true if for every condition (of the condition list) the
* value equals the value in the path; else false.
*/
private boolean isPathCoveredByRule (ArraylList<Condition> conditionList, SeCoTree linkNode) {
SeCoTree pathNode = linkNode;
int uncoveredConditions = conditionList.size();

*

while(!pathNode.isRoot()) {
if(conditionList.contains(pathNode.getCondition())) {
uncoveredConditions--;
if(uncoveredConditions == 0) {
return true;

}
pathNode = pathNode.getParent();

}

return false;
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package de.tu_darmstadt.ke.seco.models.vertical;

import java.io.Serializable;
import java.util.HashMap;
import java.util.Map;

import de.tu_darmstadt.ke.seco.models.Condition;
public class SeCoTree implements Serializable {

private static final long serialVersionUID = -7675411382447693031L;
private Condition condition;

private SeCoTree link;

private Map<String, Double> pos;

private double sum;

private SeCoTree parent;
private Map<String, SeCoTree> children;

public SeCoTree(Condition condition, SeCoTree link, String classLabel, double pos, double neg,
SeCoTree parent, Map<String, SeCoTree> children) {
this.condition = condition;
this.link = link;
this.pos = new HashMap<String, Double>();
this.pos.put(classLabel, pos);
this.sum = pos + neg;
this.parent = parent;
this.children = children;
}

public SeCoTree(Condition condition, SeCoTree link, SeCoTree parent, Map<String, SeCoTree> children)

{
this.condition = condition;
this.link = link;
this.pos = new HashMap<String, Double>();
this.sum = 0;
this.parent = parent;
this.children = children;
}

public SeCoTree(Condition condition, String classLabel, double pos, SeCoTree parent) {
this(condition, null, classLabel, pos, 0, parent, new HashMap<String, SeCoTree>());

3

public SeCoTree() {
this(null, null, null, new HashMap<String, SeCoTree>());
}

public Condition getCondition() {
return this.condition;

3

public SeCoTree getLink() {
return link;
}

public double getPos(String label) {
return this.pos.get(label) == null? 0 : this.pos.get(label);
}

public double getNeg(String label) {
return this.pos.get(label) == null? this.sum : this.sum - this.pos.get(label);
}

public double getSum() {
return this.sum;

}

public Map<String, SeCoTree> getChildren() {




68 return this.children;

69 }

70

71 public SeCoTree getChild(String item) {

72 return this.children.get(item);

73 }

74

75 public SeCoTree getParent() {

76 return parent;

77 }

78

79 public String getItemLabel() {

80 return this.condition == null ? "ROOT" : this.condition.toString(Q);

81 }

82

83 public boolean coversCondition(Condition condition) {

84 return this.pos.containsKey(condition.toString());

85 }

86

87 public boolean isRoot() {

88 return this.parent == null;

89 }

90

91 public boolean isUsed() {

92 return this.sum > 0;

93 }

94

95 public void adjustPosNeg(String label, double deltaPos) {

96 this.sum += deltaPos;

97 if (this.pos.get(label) != null) {

98 this.pos.put(label, this.pos.get(label) + deltaPos);

99 } else {

100 this.pos.put(label, deltaPos);

101 }

102 }

103

104 public void setParent(SeCoTree parent) {

105 this.parent = parent;

106 }

107

108 public void setLink(SeCoTree link) {

109 this.link = link;

110 }

111

112 public void addChild(SeCoTree child) {

113 this.children.put(child.getItemLabel (), child);

114 }

115

116 @Override

117 public String toString() {

118 return "(" + this.getItemLabel() + ":." + this.pos + "[.SUM=_." + this.sum + "_-->_" + this.
children.values() + ")";

119 }

120

121 public boolean isLeaf() {

122 return this.children.isEmpty();

123 }

124

125 public Map<String, Double> getPosTable() {

126 return this.pos;

127 }

128

129 public void resetCounts() {

130 this.pos = new HashMap<String, Double>();

131 this.sum = 0;

132 }

133 |}
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A.2 SeColD; Erstellung und Bearbeitung eines Baumes mit Pfad-IDs

private void buildTree(Instances examples, SeCoIDTree root, Map<String, SeCoIDTree> headerTable,
ArrayList<Condition> frequentConditionList) {

for (Instance instance : examples) {
SeCoIDTree parentNode = root;
Condition classCondition = createCondition(instance.classAttribute(), instance.classValue

0O);

root.adjustPosNeg(classCondition.toString(), instance.weight());

// inserting path
boolean isNewPath = false;
ArrayList<SeCoIDTree> actualPath = new ArrayList<SeCoIDTree>();
for (Condition condition : frequentConditionList) {
if (condition.covers(instance)) {
SeCoIDTree childNode = parentNode.getChild(condition.toString());

if (childNode == null) {
isNewPath = true;
SeCoIDTree newChild = new SeCoIDTree(condition, classCondition.
toString(), instance.weight(), parentNode);
parentNode.addChild(newChild);
updateHeaderTable (newChild, headerTable);
parentNode = newChild;
actualPath.add(newChild);
1} else {
childNode.adjustPosNeg(classCondition.toString(), instance.weight
O);
parentNode = childNode;
actualPath.add(childNode);

// set IDs for every node
if(isNewPath) {
UUID id = UUID.randomUUID();
for(SeCoIDTree node : actualPath) {
node.addPathID(id);

public TwoClassConfusionMatrix getTwoClassConfusionMatrix(Rule rule) {
TwoClassConfusionMatrix evaluationResult = new TwoClassConfusionMatrix();

if(rule.getBody () .isEmpty()) {
evaluationResult.addTruePositives(this.root.getPos(rule.getHead().toString()));
evaluationResult.addFalsePositives(this.root.getNeg(rule.getHead().toString()));
return evaluationResult;

ArrayList<SeCoIDTree> coveredNodes = new ArraylList<SeCoIDTree>();
ArraylList<Condition> conditionList = new ArrayList<Condition>(rule.getBody());
ArrayList<Condition> sortedConditionList = new ArrayList<Condition>();
for(int freqCondIndex = this.frequentConditionList.size() - 1; freqCondIndex >= 0; freqCondIndex
--) i
if(conditionList.contains(this. frequentConditionList.get(freqCondIndex))) {
sortedConditionList.add(this. frequentConditionList.get(freqCondIndex));

Condition lowestCondition = sortedConditionList.get(0);
sortedConditionList.remove (0);

ArrayList<SeCoIDTree> lowestPathNodes = new ArrayList<SeCoIDTree>();
SeCoIDTree initLinkNode = this.headerTable.get(lowestCondition.toString());




63
64
65
66
67
68
69
70
71
72
73
74
75
76
77
78

79

80
81
82
83
84
85
86
87
88
89
90
91
92
93
94
95
96

97

98
99

while(initLinkNode != null) {
lowestPathNodes.add(initLinkNode);
initLinkNode = initLinkNode.getLink();

for(Condition condition : sortedConditionList) {
SeCoIDTree linkNode = this.headerTable.get(condition.toString());
ArrayList<SeCoIDTree> coveredLowestPathNodes = new ArrayList<SeCoIDTree>();

while(linkNode != null) {
if(!linkNode.isUsed())
continue;

for(SeCoIDTree lowestPathNode : lowestPathNodes) {

// only one ID must be covered! b/c then all IDs are covered!

boolean covered = linkNode.getPathIDs().contains(lowestPathNode.
getPathIDs () .iterator () .next());

// each node will be added just once! no need to check whether the lowest
node is already included!

if(covered) {

coveredLowestPathNodes.add(lowestPathNode);

}
linkNode = linkNode.getLink();
}

lowestPathNodes = coveredLowestPathNodes;

for(SeCoIDTree coveredDeepestNode : lowestPathNodes) {
evaluationResult.addTruePositives(coveredDeepestNode.getPos(rule.getHead().toString()));
evaluationResult.addFalsePositives(coveredDeepestNode.getNeg(rule.getHead().toString()));
coveredNodes.add(coveredDeepestNode); // for tree adjustments

coveredPaths.put(rulelLabel (rule), coveredNodes);

evaluationResult.addFalseNegatives(this.root.getPos(rule.getHead().toString()) - evaluationResult
.getNumberOfTruePositives());

evaluationResult.addTrueNegatives (this.root.getNeg(rule.getHead().toString()) - evaluationResult.
getNumberOfFalsePositives());

return evaluationResult;
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